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RESUMEN

En la presente Tesis hemos procedido a explicar la problematica de los egresados del
Programa Profesional de Ingenieria de Sistemas de la Universidad Catdlica de Santa Maria,
teniendo en cuenta que al terminar la carrera universitaria los egresados tienden a
desvincularse de su universidad, para lo cual hemos propuesto desarrollar una Gestion de

informacion para los egresados.

Esta Gestion esta constituida por un proceso de tratamiento de los datos, para la obtencion
de conocimiento, la cual se inicia con la seleccion de datos de las diferentes fuentes ( bases
de datos, hojas de calculo, archivos planos, Data Warehouse, etc.), las cuales van a ser
tratadas con las diferentes herramientas propuestas para la gestion de datos como son: Simple
K-Medias, Pentaho, Weka.

Se desarrolla un proceso de extraccion, transformacion y carga de los datos de los egresados,
continuando con el filtrado, la segmentacion y agrupacion de la informacién con
caracteristicas y patrones similares que nos van a permitir conocimiento para hacer analisis
y obtener una buena toma de decisiones para beneficiar al Programa Profesional de Ingenieria

de Sistemas de acuerdo a las necesidades tanto en el ambito académico, laboral y tecnoldgico.
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ABSTRACT

In this thesis we have proceeded to explain the problem of graduates from the Professional
Program in Systems Engineering from the Catholic University of Santa Maria, bearing in
mind that at the end of college graduates tend to disengage from their university, for which

we proposed developing an information management graduates.

This management process consists of a treatment of the data, to obtain knowledge, which
begins with the selection of data from different sources (databases, spreadsheets, flat files,
Data Warehouse, etc..) , which will be treated with the different tools proposed for data
management such as: Simple K-Means, Pentaho, Weka.

It develops a process of extraction, transformation and loading of data from the graduates,
continuing with filtering, segmentation and grouping of information with similar
characteristics and patterns that knowledge will allow us to get a good analysis and decision
making to benefit the Professional Program in Systems Engineering according to the needs

in academic, labor and technology.
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CAPITULO |

PLANTEAMIENTO TEORICO

1.1. PROBLEMA.

1.1.1. Titulo.

“PROPUESTA DE GESTION DE INFORMACION DE AGRUPAMIENTO
(CLUSTERING), UTILIZANDO TECNICAS DE MINERIA DE DATOS
PARA EGRESADOS DEL PROGRAMA PROFESIONAL DE
INGENIERIA DE SISTEMAS DE LA UNIVERSIDAD CATOLICA DE
SANTA MARIA”

1.1.2. Descripcion Del Problema.

Uno de los mas grandes inconvenientes que enfrentan las universidades del
Per( es no saber el estado en el que se encuentran sus egresados. En la
actualidad existen pocas aplicaciones que interpretan los datos almacenados
de sus egresados y que estan orientadas a la gestion de los mismos. Por ello es
conveniente para las universidades y sus Programas Profesionales tener
conocimiento de la situacion actual de sus egresados para obtener beneficios
mutuos y poder fortalecer las relaciones ya sea académico o profesional entre

los egresados y los Programas Profesionales de las distintas universidades.

Tomamos en cuenta que los egresados se desvinculan rapidamente de la
institucion académica, debido a que toman diferentes rumbos, ya sea en su

futuro académico o laboral, por ende no se cuenta con una verdadera
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informacion de los egresados y esto nos conlleva a que no se puede realizar

una verdadera categorizacion de dichos egresados.

La informacion disponible en la Web se estd incrementando cada vez més
volviéndose por este motivo muy compleja la organizacion de la misma
trayendo consigo que las operaciones de segmentacion y categorizacion sean
dificultosas ante este problema nos vemos en la necesidad de estructurar la
informacion. Cuando se realizan las consultas tradicionales estas se realizan
de manera global en todo el conjunto de la base de datos, lo cual se transforma
en un proceso lento y complicado una de las razones es la mala preparacion

de los datos.

La Mineria de Datos se presenta como una tecnologia de apoyo para la
organizacion, que permite comprender y aplicar el conocimiento obtenido de
la exploracién, extraccion y andlisis de los datos almacenados para

convertirlos en informacion util para la toma de decisiones.

1.1.3. Area y Linea de Investigacion.

Publicacion autorizada co

e Area
0 Base de datos.
0 Mineria de Datos (Data Mining).

e Linea.

o Agrupamiento (Clustering).
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1.1.4. Variables e indicadores.

1.1.4.1. Variable Independiente.

e K-Medias
o \Weka

e Pentaho
1.1.4.2. Variable Dependiente.

Gestion de Agrupamiento (Clustering) de egresados.

e Indicadores.

— Ergondmica
— Multiplataforma
— Dindmica

1.1.5. Tipoy Nivel de Investigacion.

1.1.5.1. Tipo de Investigacion.
Investigacion aplicada.
1.1.5.2. Nivel de Investigacion.

Explicativa porque se pretende proponer la Gestion de informacion
de agrupamiento de los egresados en el Programa Profesional de

Ingenieria de Sistemas (PPIS).
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1.1.6. Delimitaciones.

1.1.6.1. Delimitacion Espacial.

El Programa Profesional de Ingenieria de Sistemas (PPIS) de la
Universidad Catolica de Santa Maria (UCSM).

1.1.6.2. Delimitacion Temporal.
Ultimo semestre de 2012.
1.1.6.3. Delimitacion Social.

Egresados del Programa Profesional de Ingenieria de Sistemas
(PPIS) de la Universidad Catolica de Santa Maria (UCSM).

1.1.6.4. Delimitacion Conceptual.

Descubrimiento de la Informacion, Gestion de la Informacion.

1.2. ALCANCESY LIMITACIONES.

1.2.1. Alcances.

e Egresados del Programa Profesional de Ingenieria de Sistemas (PPIS) de
la Universidad Catélica de Santa Maria (UCSM).

1.2.2. Limitaciones.

e Egresados del Programa Profesional de Ingenieria de Sistemas (PPIS).
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1.3. VIABILIDAD.

1.3.1. Econodmica.

Los recursos seran obtenidos por financiamiento propio.

1.3.2. Técnica.

Se cuenta con la capacidad académica para resolver el problema.

1.3.3. Operativa.

Anadlisis de situaciones e investigaciones, en medios bibliogréficos, Internet,
bibliotecas y docentes del Programa Profesional de Ingenieria de Sistemas
(PPIS).

1.4. OBJETIVOS.

1.4.1. Objetivo General.

Desarrollo de propuesta de gestion de informacion de agrupamiento
(Clustering) de egresados, utilizando técnicas de mineria de datos para el
Programa Profesional de Ingenieria de Sistemas (PPIS) de la Universidad
Catolica de Santa Maria (UCSM).

1.4.2. Objetivos Especificos.

o Utilizar herramientas multiplataforma de mineria de datos para la gestién
de informacion de los egresados.

e Agrupar a los egresados para categorizarlos segun sus patrones similares,
aplicando algoritmos de agrupamiento (Clustering).

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

e Obtener grupos especificos de los egresados que nos permita tener
informacion adecuada para la toma de decisiones.

e Beneficiar al programa profesional de ingenieria de sistemas en base al
agrupamiento de la informacion adecuada.

1.5. HIPOTESIS.

Dado que se desconoce el agrupamiento de egresados del Programa Profesional de
Ingenieria de Sistemas (PPIS), es probable que utilizando las técnicas de Mineria de

Datos y K-Medias estos se puedan obtener.

1.6. JUSTIFICACION DE LA INVESTIGACION

En este tiempo en que la tecnologia se va desarrollando de manera abrumadora
encontramos la Web seméntica como una alternativa para captar informacion de los

egresados con la finalidad de poder categorizarlos segun intereses en coman.

La Web semantica permite tener una mejor explotacion de las redes sociales
ampliando la interoperabilidad entre los sistemas informaticos.

La Mineria de Datos, prepara, sondea y explora patrones de comportamiento de los

datos para sacar la informacion oculta.

Existen varios tipos de técnicas que pueden trabajar en la gestion de la informacién
y una de ellas es el Agrupamiento (Clustering) en la Mineria de Datos, este
Agrupamiento nos permite segmentar, agrupar o asociar la informacion. Podemos
decir que la Mineria de Datos es importante contar con técnicas de recuperacion de
informacion para poder obtener datos relevantes orientados al estudio de la gestién

de egresados.

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

CAPITULO II

MARCO TEORICO.

2.1. ESTADO DEL ARTE.

Implementacion de un sistema CRM analitico orientado a la segmentacion de
clientes y caracterizacion de perfiles con técnicas de Data Mining utilizando
algoritmos geneticos. Pérez Bravo Roberto y Medina Bravo Leoncio, Universidad
Catolica de Santa Maria, 2007. Esta tesis plantea el desarrollo de un sistema CRM
analitico el cual esté orientado a la segmentacion de base de datos de clientes en grupos
e indicadores homogéneos y la posterior caracterizacion de perfiles utilizando el

algoritmo K-Means y algoritmos genéticos.

Metodologia de modelamiento de Datos para Data Mining. Tello Torres Carlia,
Universidad Catdlica de Santa Maria, 1999. Esta tesis propone una base de datos
organizada para la toma de decisiones viendo el proceso de modelar los datos
transformandolos, eliminando inconsistencias y cargandolos en una base de datos
organizada para poder utilizarlos mediante la técnica de Mineria de datos de esta

manera se aceleran los procesos de andlisis, consulta y uso de informacion.

Propuesta metodoldgica para la recuperacion de informacion mediante Clustering y
reglas de asociacion para Web Mining. Alvarez Tapia Karina y Pacheco Calderén

Christian, Universidad Catolica de Santa Maria 2006. Este trabajo propone una
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metodologia que ayudara a mejorar la recuperacién de informacion mediante la fusion
de dos técnicas de Mineria de Datos en primer lugar el Clustering técnica que permite
corresponder cada caso a una clase utilizando medidas de similaridad en segundo lugar
la técnica de reglas de asociacion que permitird encontrar tendencias para entender y
explorar patrones de comportamiento de los datos.

Propuesta de un modelo de presentacion empleando Web semantica para la
especificacion, disefio e implementacién de requisitos de interfaz de usuario
Velasquez Frisancho Lilian Patricia, Universidad Catélica de Santa Maria, 2009. El
proposito de este tesis es construir un modelo de presentacion utilizando algunos
componentes de la web semantica, para especificar requisitos de interfaz de usuario
para lograr esto se muestra un conjunto de fases y patrones de los lenguajes ontologicos

y para obtener la presentacion se utilizo el XML.

Propuesta de optimizacion en la implementacion de un Data Mining de operaciones
a partir del analisis de metodologias existentes. Montanchez Montesinos Elizabeth y
Del Carpio Béjar Christian, Universidad Catélica de Santa Maria, 2009. El objetivo
principal de esta tesis es analizar las metodologias existentes de Mineria de Datos, para
obtener una obtener una éptima metodologia que permite implementar Mineria de
Datos de operaciones.

Propuesta de preparacion de datos documental para consultas utilizando un
algoritmo particional de Data Mining, Contreras Salas Lucia Alejandra,
Universidad Catdlica de Santa Maria, 2009. El presente trabajo plantea una propuesta
de segmentacion de datos documental, utilizando el algoritmo Clustering particional,
basandose en la técnica de K-means, para el desarrollo de este trabajo se ha utilizado
la Mineria de Datos en la cual mediante la segmentacion de datos se daran resultados

precisos en periodos cortos de tiempo.
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Modelo de Integracion de Sistemas de Informacion Empresariales con Redes
Sociales a través de APIS para la Universidad Catolica de Santa Maria, Guevara
Paucar Sergio Andrés, Universidad Catolica de Santa Maria, 2012. El objetivo
principal de esta tesis es analizar sistemas de informacion empresariales a través de las
redes sociales, perfiles, sistemas de informacién, etc. que permita recuperar

informacidn util para las empresas.

2.2. INTRODUCCION MINERIA DE DATOS.

La idea de la Mineria de Datos no es nueva como se cree, ya desde los afios sesenta
los estadisticos manejaban términos como Data fishing, Mineria de Datos o Data
archeology con la idea de encontrar correlaciones sin una hipotesis previa en bases
de datos con ruido.

Las listas de discusion sobre este tema las forman investigadores de mas de ochenta
paises y gracias a este tema de discusion es que esta tecnologia ha sido un buen punto

de encuentro entre personas pertenecientes al &mbito académico y al de los negocios.

La Mineria de Datos es una tecnologia compuesta por etapas que integra varias tareas
y que no se debe confundir con un gran software. Durante el desarrollo de un proyecto
de este tipo se usan diferentes aplicaciones software en cada etapa que pueden ser
estadisticas, de visualizacion de datos o de inteligencia artificial, principalmente.
[BEN, et al, 02]

Cada dia las organizaciones se enfrentan a un mundo cada vez mas competitivo y, por
tanto, las estrategias de administracion deben ser flexibles para adaptarse a las
condiciones cambiantes del entorno. Lo que significa un gran reto para las
organizaciones, es el poder manejar grandes volimenes de informacion dentro de las

mismas, para poder conocer su entorno y poder predecir su evolucion.
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Son muchos los motivos que nos llevan a generar informacion, esto nos ayuda a
controlar, optimizar, administrar, examinar, investigar, planificar, predecir, someter,
negociar o tomar decisiones de cualquier ambito segun el dominio en que nos
desarrollemos. La informacidn por si misma est4 considerada un bien patrimonial, de
esta forma, si una empresa tiene una pérdida total o parcial de informacién provoca
muchos perjuicios. Es evidente que la informacién debe ser protegida, pero también

explotada.

Unos de los principales factores que en la actualidad nos han permitido generar tanta

informacion son:

Los bajos costos de los sistemas de almacenamiento tanto temporal como
permanente.

e El incremento de las velocidades de computo en los procesadores.

e Las mejoras en la confiabilidad y aumento de la velocidad en la transmision
de datos.

e El desarrollo de sistemas administradores de bases de datos mas poderosos.

Todas estas ventajas nos han llevado a abusar del almacenamiento de la informacion

en las bases de datos.

En la Figura 2.1 podemos mostrar la jerarquia que existe en una base de datos; entre
dato, informacion y conocimiento. Se observa igualmente el volumen que presenta
en cada nivel y el valor que los responsables de las decisiones le dan en esa jerarquia.
El area interna dentro del tridngulo representa los objetivos que se han propuesto. La
separacion del tridngulo representa la estrecha union entre dato e informacién, no asi
entre la informacion y el conocimiento. La Mineria de Datos trabaja en el nivel
superior buscando patrones, comportamientos, agrupaciones, secuencias, tendencias
0 asociaciones que puedan generar algiin modelo que nos permita comprender mejor

el dominio para ayudar en una posible toma de decision.
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CONOCIMIENTO
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Volumen Valor
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Figura 2. 1 Relacidn entre dato, informacién y conocimiento.

Fuente: [BEN, et al, 02].

Tomando en consideracion la importancia de extraer los conocimientos “perdidos”
en los datos que almacena la organizacion, ha surgido desde hace un tiempo lo que se
conoce como “Mineria de Datos”.

El nimero de fuentes de informacion disponibles en Internet ofrece una nueva
oportunidad de busqueda y extraccién de informacion util a partir de esta "base de
datos" dinamica y creciente. Segun estadisticas se estima que cada 20 meses se
duplica la cantidad de informacion en el mundo. Cada vez mas se necesita la ayuda
de computadores potentes para automatizar el proceso inductivo, para analizar de
forma inteligente la cantidad de datos existentes, y extraer ese conocimiento oculto y
valioso. [BEN, et al, 02]

La Mineria de Datos es considerada uno de los puntos més importantes de los
sistemas de bases de datos, y uno de los desarrollos mas prometedores
interdisciplinariamente en la industria de la informacion.

La Mineria de Datos es parte del Proceso llamado KDD (Descubrimiento de

conocimiento en bases de datos), presentamos una breve introduccion de este proceso.
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2.3. KDD (DESCUBRIMIENTO DE CONOCIMIENTO EN BASES DE DATOS)

A principios de los afios ochenta, Rakesh Agrawal, Gio Wiederhold, Robert Blum y
Gregory Piatetsky-Shapiro, entre otros, empezaron a consolidar los términos de la
Mineria de Datos y KDD (Descubrimiento del Conocimiento en Base De Datos). A
finales de los afios ochenta solo existian un par de empresas dedicadas a esta
tecnologia. En 2002 existen méas de 100 empresas en el mundo que ofrecen alrededor

de 300 soluciones.

En las empresas se estan aplicando procesos de descubrimiento de conocimiento
sobre las bases de datos KDD (Descubrimiento de conocimiento en bases de datos),
complementandose con Sistemas de Apoyo a Decisiones (DSS) a los que
corresponde la Mineria de Datos como una fase fundamental para facilitar su
ejecucion, éstos permiten la manipulacion de dichos datos, buscando obtener
resultados positivos para la compafiia al ser sistemas que apoyan a los administradores

en la toma de decisiones.

KDD (Descubrimiento de conocimiento en bases de datos), consiste en la aplicacion
de una serie de pasos que inician con el tratamiento de los datos, preparandolos para
la Mineria de Datos hasta la evaluacion y visualizacion de la informacion obtenida,
en la cual se observa el conocimiento extraido de los datos que entraron inicialmente
al sistema. Podemos determinar que los datos son la materia prima bruta, en el
momento que el usuario les atribuye algin significado pasa a convertirse en

informacion.

El objetivo principal del &rea de KDD (Descubrimiento de conocimiento en bases de
datos), es el procesar automaticamente grandes cantidades de datos para encontrar
conocimiento Util para un usuario y satisfacerle sus metas. “El KDD es un proceso
no trivial de identificacion valida, novedosa, potencialmente util y entendible de

patrones comprensibles que se encuentran ocultos en los datos” [TAN, et al, 06].
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KDD es un proceso multidisciplinario que encierra: conocimiento, aprendizaje, bases
de datos, estadistica, sistemas expertos y representacion grafica, entre otros.

Las fases principales que integran el proceso de KDD son (Figura 2.2):

Seleccion: Seleccion de los datos relevantes para el analisis (son obtenidos de la base
de datos).

Pre procesamiento: Limpieza de datos, estudio de la calidad de los datos y
determinacion de las operaciones de mineria que se pueden realizar. Transformacion:
Conversiéon de datos en un modelo analitico, donde los datos se transforman y

consolida en formas apropiadas para la mineria.

Mineria de Datos: Tratamiento automatizado de los datos seleccionados con una
combinacion apropiada de algoritmos para extraer conocimiento de los datos.
Interpretacion 'y evaluacién: Identificacion de patrones representativos del

conocimiento.

Conocimiento: Aplicacién del conocimiento descubierto.

Mineria )
de Datos Interpretacion,

Pre rocesamlento
P y evaluacion

Ilaalriadlc

Almacén Datos objetivo Dalos Datos
de datos preprocesados transformados

Conocimiento
Patrones

Figura 2. 2 Proceso KDD.
Fuente: [TAN, et al, 06].

A menudo se suele confundir la definicion del proceso KDD con la Mineria de Datos

a pesar que este ultimo es solo una fase del proceso KDD.
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En si podemos decir que la Mineria de Datos es considerado uno de los puntos mas
importantes de los sistemas de bases de datos y uno de los desarrollos mas

prometedores interdisciplinariamente en la industria de la informacion. [HER, 06].

Lo que en verdad hace la Mineria de Datos es reunir las ventajas de varias areas como
la Estadistica, la Inteligencia Acrtificial, la Computacion Grafica, las Bases de Datos
y el Procesamiento Masivo, principalmente usando como materia prima las bases de
datos [BEN, et al, 02].

2.4. MINERIA DE DATOS.

2.4.1. Conceptos

Hay varias definiciones para poder conceptuar la Mineria de Datos pero la
esencia de estas se fundamenta en el concepto de escarbar en la informacion
recolectada para descubrir elementos de gran utilidad y usarlos para detectar
patrones de comportamiento que se repiten, o encontrar relacion entre los
diferentes datos. [BEN, et al, 02].

Definiendo un poco mas formal la Mineria de Datos podemos decir que es el
conjunto de técnicas y herramientas usadas para encontrar y entender
relaciones en una gran cantidad de datos y presentarlas en una forma atil y
ventajosa. [FAY, et al, 96].

La Mineria de Datos es un mecanismo de explotacion, consistente en la
busqueda de informacién valiosa en grandes volumenes de datos, con el fin
de descubrir patrones, relaciones, reglas, asociaciones o incluso excepciones

utiles para la toma de decisiones. [TAN, et al, 06].

La idea principal de la Mineria de Datos es combinar la flexibilidad,

creatividad y conocimiento general de una persona con la potencia de calculo
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y la capacidad de almacenamiento de un computador para una exploracion de
datos efectiva.

La Mineria de Datos es la integracion de un conjunto de areas que tienen como
proposito la identificacion de un conocimiento obtenido a partir de las bases
de datos que aporten un sesgo hacia la toma de decision. [MOL, 00].

La Mineria de Datos es un proceso no trivial de identificacion vélida,
novedosa, potencialmente Gtil y entendible de patrones comprensibles que se

encuentran ocultos en los datos. [FAY, et al, 96].

La Mineria de Datos es conocida también como uno de los procesos nucleo
del Descubrimiento de Conocimiento en Bases de datos (KDD). [CHE, 06].

Segun [SAS, 02], la Mineria de Datos es un conjunto de técnicas de analisis

de datos que permiten:

e Extraer patrones, tendencias y regularidades para describir mejor los
datos.

e Extraer patrones y tendencias para predecir comportamientos futuros.

La Mineria de Datos representa la posibilidad de buscar informacion dentro
de un conjunto de datos con la finalidad de extraer informacion nueva y (til
que se encuentra oculta en grandes volumenes de datos. Involucra un conjunto
de técnicas de multiples disciplinas tales como: tecnologia de bases de datos,
estadistica, aprendizaje, reconocimiento de patrones, redes neuronales,
visualizacion de datos, obtencion de informacion, procesamiento de imagenes

y de sefales, y anlisis de datos (Figura 2.3).
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Figura 2. 3 Mineria de Datos y conjunto de técnicas.

Fuente: [SAS, 02].

2.4.2. Componentes Basicos De la Mineria de Datos.

Segun [HER, 06]. Podemos encontrar 6 componentes basicos formando asi

una arquitectura de un sistema de mineria clasico (Figura 2.4):

e Bases de datos, Datawarehouse o algin otro repositorio de informacion
como por ejemplo planillas de célculo.

e Servidores de bases de datos o de Datawarehouse que es el responsable
de capturar los datos relevantes basandose en los requerimientos de
mineria de datos del usuario.

e Base de conocimientos que guiara la busqueda o que evaluara el interés
de los patrones resultantes. Dicho conocimiento puede incluir jerarquias
de conceptos usadas para organizar valores de distintos atributos en

diferentes niveles de abstraccion
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Figura 2. 4 Arquitectura tipica de un sistema de mineria de datos.

Fuente: [HER, 06].

e Motor de mineria de datos, el cual es esencial para el sistema de mineria
y consiste de un conjunto de modulos funcionales que llevan a cabo
distintas tareas tales como caracterizacién, asociacion, clasificacion,

analisis de evolucion y desviacion.

e Modulo de evaluacion de patrones, que generalmente utiliza medidas de
interés que interactda con los médulos de mineria de datos para enfocar
la busqueda hacia patrones interesantes, asi como también para filtrar o
descartar patrones ya reconocidos. Alternativamente, el mddulo de
evaluacion de patrones puede ser integrado al moédulo de mineria,
dependiendo de la implementacion del método de mineria utilizado.
Para una mineria de datos eficiente, es altamente recomendado el incluir
la evaluacion de patrones de interés tanto como sea posible dentro del
proceso para dirigir la busqueda solo hacia los patrones de interés.
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e Interfaz gréafica de usuario; este moédulo comunica a los usuarios y al
sistema de mineria de datos, permitiendo al usuario interactuar con el
sistema especificando la consulta de la Mineria de Datos, proveyendo
informacidn que ayude a enfocar la busqueda y realizar exploracién de

datos basandose en resultados de minerias intermedias.

2.4.3. Caracteristicas de la Mineria de Datos.

Sus caracteristicas son:

e Trabaja con grandes cantidades de datos: Volimenes de datos tan
grandes que tienen que ser analizados por técnicas automaticas.
[APA, 98].

e Puede trabajar con datos incompletos y erréneos: Datos imprecisos es
caracteristica de toda correccion de datos. Las bases de datos
usualmente estan contaminadas por errores, no se puede asumir que los

datos contenidos sean enteramente correctos. [APA, 98].

e Trabaja con datos heterogéneos almacenados. [APA, 98].

e Facilita el acceso a la informacion para que el usuario la analice mas

facilmente.

e “Analiza” los datos.

e Este proceso consta de varias fases:

0 Preparacion de Datos (seleccién, limpieza, y transformacion),

Mineria de Datos, Evaluacion, Difusién y Uso de Modelos.
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e Incorpora diferentes técnicas:

o Avrboles de decision, regresion lineal, redes neuronales artificiales,

maquinas de soporte vectorial, etc.

e Campos diversos:

0 Aprendizaje automatico e IA (Inteligencia Artificial), estadistica,

bases de datos, etc.

e Aborda una tipologia variada de problemas:

o Clasificacion, categorizacion, estimacion/regresion,

agrupamiento, entre otros.

2.4.4. Objetivos de la Mineria de Datos.

Uno de los objetivos fundamentales de la Mineria de Datos es poder predecir
el valor de una variable predicativa o dependiente en funcién de los valores
de otras variables llamadas independientes, existentes en una base de datos.
Varios algoritmos realizan este tipo de tareas y pueden clasificarse como: de

asociacion, clasificacion, Clustering, etc. [LAU, 05].

Otro  objetivo principal de la Mineria de Datos es la extraccion de
conocimiento de grandes bases de datos donde la dimensionalidad (nimero de
variables), complejidad, o nimero de muestras es demasiado grande para un
andlisis manual. Esta relacionado con campos como el andlisis exploratorio
de datos (exploratory Data analysis) y el descubrimiento de conocimiento en
bases de datos (knowledge discovery in Databases). El objetivo de la

exploracién de datos es descubrir propiedades en los datos por medio de
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medidas descriptivas (estadisticas de cada variable, entre ellas) o
visualizacion. Se trata basicamente de llegar a una cierta “comprension de los

datos” y, de ahi, a comprender el proceso subyacente [CUA, 02].

Otros de los objetivos desde el punto de vista empresarial, es la integracion de
un conjunto de tareas que tienen como propésito la identificacion de un
conocimiento obtenido a partir de las bases de datos que aporten un sesgo

hacia la toma de decisiones. [BEN, et al, 02].

2.4.5. Técnicas de la Mineria de Datos.

Las técnicas de la Mineria de Datos son el resultado de un largo proceso de
investigacion y desarrollo de productos. Continuando con mejoras en el
acceso a los datos, y ahora con tecnologias generadas para permitir a los

usuarios navegar a través de los datos en tiempo real.

Las técnicas de la Mineria de Datos provienen de la Inteligencia artificial y de
la estadistica, dichas técnicas, son algoritmos sofisticados que se aplican sobre
una cantidad determinada de datos para poder tomar una mejor decision.

Las técnicas de Mineria de Datos pueden dividirse en 2 categorias:
predicativas (aprendizaje supervisado) y descriptivas (aprendizaje no
supervisados) [MIT, et al, 03]. En la figura 2.5 se muestra la clasificacion

general de las categorias de mineria de datos.
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Mineria de Datos

I
I I

Descriptivas Predictivas
Clustering [ Clasificacion
Asociacion  —— —1 Regresion
Correlacion y

o —— Prediccion
dependencia

Figura 2. 5 Clasificacion de las técnicas de mineria de datos.

Fuente: [MIT, et al, 03].

2.4.5.1. Técnicas descriptivas.

En las tareas descriptivas, el conjunto de observaciones no tienen
clases asociadas. EIl objetivo es derivar caracteristicas
(correlaciones, Clusteres, trayectorias, anomalias) que describan las
relaciones entre los datos. Estas tareas son comunmente de
exploracion natural y frecuentemente requieren de técnicas de post

procesamiento para explicar los resultados.

Algunas de las tareas descriptivas son:

e Clustering: El agrupamiento/segmentacion es la deteccion de
grupos de individuos. Se diferencia de la clasificacidon en que en
este caso, no se conocen ni las clases ni su numero (aprendizaje
no supervisado), con lo que el objetivo es determinar grupos o
racimos (Clusteres) diferenciados del resto. Ejemplo, agrupar
los pacientes de un hospital a partir de su historial clinico.
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e Asociaciones: Una asociacion entre dos atributos ocurre
cuando la frecuencia de que se den dos valores determinados de
cada uno conjuntamente, es relativamente alta. Ejemplo, en un
supermercado se analiza si los pafales y la leche del bebe se

compran conjuntamente.

e Dependencias: Una dependencia funcional (aproximada o
absoluta) es un patrén en el que se establece que uno 0o mas
atributos determinan el valor de otro. Ejemplo: que un paciente
haya sido ingresado en maternidad determina su sexo.

2.4.5.2. Tareas predictivas

En las tareas predicativas, cada observacion incluye un valor de la
clase a la que corresponde. El objetivo de estas tareas es predecir el
valor de un atributo particular basado en los valores de otros
atributos. El atributo a ser predicho se conoce como variable
dependiente u objetivo (target), mientras que los atributos utilizados
para realizar la prediccion se llaman variables independientes o de

exploracion.

Algunas de las tareas predictivas son:

e Clasificacion: Una clasificacion se puede ver como el
esclarecimiento de una dependencia, en la que el atributo
dependiente puede tomar un valor entre varias clases, ya
conocidas. Ejemplo: se sabe (por un estudio de
dependencias) que los atributos edad, numero de miopias y
astigmatismo han determinado los pacientes para los que su
operacion de cirugia ocular ha sido satisfactoria. Se pueden
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determinar las reglas exactas que clasifican un caso como

positivo 0 negativo a partir de esos atributos.

e Regresion: El objetivo es predecir los valores de una
variable continua a partir de la evolucion sobre otra variable
continua, generalmente el tiempo. Ejemplo, se intenta
predecir el nimero de clientes o pacientes, los ingresos,
Ilamadas, ganancias, costos, etc. a partir de los resultados de

semanas, meses 0 afios anteriores.

e Prediccion: Encuentra una clasificacion de valores faltantes
0 sin conocimiento previo. Se refiere tanto a la prediccion
de valores en los datos como a la prediccion de clases
utilizando la identificacion de distribuciones en los datos
disponibles. Ejemplo, predecir qué gobernador sera elegido

de acuerdo a las actuales encuestas electorales.

De estas tareas de mineria de datos, aquellas que son cominmente

utilizadas son: la clasificacion, el Clustering y la asociacion.

A continuacion se presenta una definicion mas formal de cada uno
de ellos [TAN, et al, 06].

e Clasificacién: Es el proceso de encontrar un conjunto de
modelos (o funciones), los cuales describen y distinguen las
clases definidas de los datos, con la finalidad de predecir clases
de objetos cuyas clasificaciones no se han definido [HAN, et al,
00]. La clasificacion requiere de un aprendizaje supervisado, es
decir, se deben especificar los objetivos (clases) a los que se

pretende Ilegar. El modelo se deriva principalmente del anélisis
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de un conjunto de datos de entrenamiento previamente

clasificado.

e Clustering: Es una de las tareas del aprendizaje no supervisado
en la que no se requiere una clasificacion predefinida. El
objetivo es particionar los datos obteniendo el conocimiento de
acuerdo a las caracteristicas de los mismos. En general, las
clases de los datos no se presentan en el conjunto de datos y los
objetos son agrupados basandose en el principio de
maximizacion de similitud dentro de los Cldsteres vy
minimizacion de similitud entre Clusteres diferentes [HAN, et
al, 00].

e Asociacion: Se basa en el descubrimiento de reglas de
asociacion demostrando condiciones en los valores de los
atributos que ocurren simultdneamente de forma frecuente en
un determinado conjunto de datos. La regla de asociacion X) Y
es interpretada como: los registros de la base de datos que
satisfacen la condicion X también satisfacen la condicion Y
[HAN, et al, 00].

2.4.6. Aplicaciones de la Mineria de Datos.

Podemos mencionar algunos de los ejemplos de aplicaciones de la Mineria de
Datos: en mercados financieros, diagnosticos y tratamientos medicos,
prediccion de respuestas de clientes y la identificacion automatizada de
objetos de interés en grandes bases de datos de imégenes. Por ejemplo, para
evaluar el riesgo crediticio se clasifican los aspirantes a un crédito como de
riesgo bajo, medio o alto; en el diagnostico medico los pacientes se clasifican

de acuerdo a los sintomas compadeciendo una determinada enfermedad, etc.
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La Mineria de Datos es el descubrimiento automatico de conocimiento
utilizable procedente de los datos almacenados en el servidor y el empleo de
tecnologias de reconocimiento de patrones para dar respuesta a preguntas de

negocios como las siguientes:

e ;Quiénes son los clientes mas rentables de mi sitio Web?
e /CbOmo aumentar mi cuota de mercado on-line?
e ;COmMo optimizar mi inventario on-line?

e ;Quiénes son los visitantes de mi sitio Web?

[BEN, et al, 02]. Respecto a los modelos inteligentes, se ha comprobado que
en ellos se utilizan principalmente arboles y reglas de decision, reglas de
asociacion, redes neuronales, redes bayesianas, conjuntos aproximados
(rough sets), algoritmos de agrupacion (Clustering), maquinas de soporte

vectorial, algoritmos genéticos y logica difusa.

e Sector Industria.
e Sector Farmaceéutico y Sanitario.
e Administracion Publica y Servicios.

e Sector Financiero y del Seguro.

2.4.7. Herramientas de la Mineria de Datos.

Publicacion autorizada co

Las herramientas de la Mineria de Datos predicen futuras tendencias y
comportamientos, permitiendo en los negocios tomar decisiones proactivas y
conducidas por un conocimiento acabado de la informacién. Los analisis
prospectivos automatizados ofrecidos por un producto asi van mas alla de los
eventos pasados provistos por herramientas retrospectivas tipicas de sistemas
de apoyo a la toma de decision. Las herramientas de la Mineria de Datos

pueden responder a preguntas de negocios que tradicionalmente consumen
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demasiado tiempo para poder ser resueltas y a los cuales los usuarios de esta

informacion casi no estan dispuestos a aceptar. Estas herramientas exploran

las bases de datos en busca de patrones ocultos, encontrando informacion

predecible que un experto no puede llegar a encontrar porque se encuentra

fuera de sus expectativas. [BEN, et al, 02]

Las herramientas de la Mineria de Datos se pueden clasificar en dos grandes

grupos, hay dos tipos de herramientas de anélisis de la Mineria de Datos:

descubrimiento y verificacion. Ambas son necesarias para el proceso de la
mineria de datos. [APA, 98].

2.4.7.1.

Herramientas de verificacion.

Son aquellas a las que el sistema se limita a comprobar hipdtesis
suministradas por el usuario. No obstante, ain cuando hay muchos
algoritmos interesantes nuevos en el bando del descubrimiento, las
estadisticas son consideradas de valor poderoso en el bando de la

verificacion.

Mientras las herramientas del descubrimiento pueden ayudar a
hacer descubrimientos interesantes, no pueden explicar el porqué, o
si verdaderamente, el descubrimiento es valido. En la mayoria de
herramientas del descubrimiento, se lleva a cabo una serie de
pruebas para buscar diferencias entre grupos; a menudo estas
pruebas permiten un nimero seguro de hallazgos incorrectos debido

a su naturaleza probabilistica.

Las herramientas de verificacion pueden ayudar a un minero de
datos a validar hallazgos desde el descubrimiento hasta tomar
decisiones de negocios correctas. Aqui hay una lista de algunas

herramientas de comprobacion:
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2.4.7.2.

e Regresion lineal

e Regresion logistica

e Andlisis del discriminante
e Meétodos de pronosticos

e Correlaciones.

Herramientas de descubrimiento.

Son aquellas herramientas en las que se encuentran patrones
potencialmente interesantes de forma automatica, incluyendo en

este grupo todas las técnicas de prediccion.

La mayoria de algoritmos de las herramientas del descubrimiento
emergen de la basqueda de la inteligencia artificial, desarrollando
algoritmos de computadora para simular la actividad del cerebro
humano. Para hallar patrones y tendencias en datos, las
herramientas del descubrimiento pueden ayudar a las compafiias a
descubrir fendmenos del mercado y de este modo aumentar la base

de conocimiento de la compafiia.

Este conocimiento nuevo puede luego ser usado para ayudar a la
compafiia a ganar una ventaja competitiva y/o crecer su mercado.

Aqui hay una lista de algunas herramientas del descubrimiento:

e Visualizacion de Datos.
e Arboles de decision.

e Redes Neuronales.

e Algoritmos Genéticos.

e Reglas de Induccion.
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e Reglas de Asociacion.

2.5. CLUSTERING.

El andlisis de Cluster, o simplemente Clustering, consiste en particionar un conjunto
de datos o patrones de manera que aquellos pares de patrones similares entre si queden
en el mismo grupo, mientras que los pares de patrones que no son similares queden
en grupos distintos. El analisis de Clusteres suele referirse también como clasificacion
no supervisada, ya que en términos generales consiste en un problema de clasificacion
(se debe asignar una clase o etiqueta a cada patron), sélo que en la ejecucion del
algoritmo no se dispone de etiquetas reales que deban ser aprendidas. El aprendizaje
de las clases debe hacerse utilizando solo los patrones mismos y medidos de similitud
entre ellos. De ahi el concepto de aprendizaje no supervisado.

El Clustering es una de las tareas mentales mas primitivas realizadas por los seres
humanos, que la usan para manejar las inmensas cantidades de informacién que
reciben a diario. Procesar cada pedazo de informacion como una entidad
independiente seria imposible. Por lo tanto, los seres humanos tienden a categorizar
las entidades (objetos, personas, eventos) en Clusteres como se muestra en la Figura
2.6.

El Clustering representa la division de datos en grupos de objetos similares llamados
Clasteres [MIT, et al, 03].

Clustering es también conocido como clasificacién no supervisada, en donde no se
tienen asignacién de grupos a clases ya predefinidas, sino que los grupos se van

creando de acuerdo a las caracteristicas de los datos.

Los grupos o Clusteres, son un conjunto de objetos que comparten caracteristicas
similares y juegan un papel muy importante en la manera en cdmo la gente analiza y

describe el mundo que los rodea. De forma natural, el humano se encarga de dividir
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objetos en grupos (Clustering) y asignar objetos particulares a dichos grupos
(clasificacion).

Clustering es una de las técnicas més utiles para descubrir conocimiento oculto en un
conjunto de datos. En la actualidad el anélisis de Clustering en mineria de datos ha
jugado un rol muy importante en una amplia variedad de areas tales como:
reconocimiento de patrones, analisis de datos espaciales, procesamiento de imagenes,
computo y multimedia, andlisis médico, economia, Bioinformatica y biometria

principalmente [HAN, et al, 00].

Figura 2. 6 Ejemplo de Clustering.
Fuente: [HAN, et al, 00].

2.5.1. Analisis de Clustering.

Un problema de analisis de Clustering, parte de un conjunto de casos u objetos
cada uno de los cuales esta caracterizado por varias variables (ver tabla 2.1).
A partir de dicha informacién se trata de obtener grupos de objetos, de tal
manera que los objetos que pertenecen a un grupo sean muy homogéneos entre
si y, por otra parte, la heterogeneidad entre los distintos grupos sea muy
elevada. Expresado en términos de variabilidad hablariamos de minimizar la
variabilidad dentro de los grupos para al mismo tiempo maximizar la

variabilidad entre los distintos grupos.
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Tabla 2. 1 Casos de partida para el analisis de Clustering.
Fuente: [HER, 06].

A partir del planteamiento de un problema de Clustering, las actividades del
andlisis de Clustering tipicamente involucran los siguientes pasos [JAI, et al,
99]:

e Representacion de patrones. Se refiere al establecimiento del nimero de
clases, numero de patrones, y el numero, tipo y tamafio de las
caracteristicas disponibles para el algoritmo de Clustering.

e Definicion de proximidad. La proximidad de los patrones es usualmente

medida por una funcion distancia entre un par de datos.

e Clustering. La etapa de agrupamiento puede desarrollarse en un gran
numero de formas. Se pueden utilizar agrupamientos de ClUsteres
jerarquicos, particionales y otros mas abarcan métodos probabilisticos o

de teoria de grafos.

e Abstraccion de datos. Es el proceso de extraer una representacion simple

y compacta del conjunto de datos.

e Verificacion de resultados. Consiste en validar el andlisis de Clustering

realizado evaluando los resultados obtenidos.
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2.5.2. Caracteristicas de los algoritmos de Clustering.

Las caracteristicas deseables de la mayoria de los algoritmos de Clustering

son las siguientes:

e Escalabilidad. La mayoria de los algoritmos de Clustering trabajan de
manera apropiada con un nimero pequefio de observaciones (hasta 200
aproximadamente), mientras que se necesita una gran escalabilidad para

realizar agrupamiento de datos en bases con millones de observaciones.

e Habilidad para trabajar con distintos tipos de atributos. Muchos
algoritmos se han disefiado para trabajar s6lo con datos numéricos,
mientras que en una gran cantidad de ocasiones, es necesario trabajar con
atributos asociados a tipos numéricos, binarios, discretos y

alfanuméricos.

e Descubrimiento de Clusteres con formas arbitrarias. La mayoria de los
algoritmos de Clustering se basan en la distancia euclidiana, lo que tiende
a encontrar Clusteres todos con forma (circular) y densidad similares. Es
importante disefiar algoritmos que puedan establecer Clusteres de formas

arbitrarias.

e Requerimientos minimos en el conocimiento del dominio para
determinar los parametros de entrada. La herramienta no deberia
solicitarle al usuario que introduzca la cantidad de clases que quiere
considerar, ya que dichos parametros en muchas ocasiones no son faciles
de determinar, y esto haria que sea dificil controlar la calidad del

algoritmo.

e Habilidad para tratar con datos ruidosos. La mayoria de las Bases de
Datos contienen datos con comportamiento extrafio, datos faltantes,
desconocidos 0 errdneos. Algunos algoritmos de Clustering son

sensibles a tales datos y pueden derivarlos a Clusteres de baja calidad.
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e Insensibilidad al orden de las observaciones de entrada. Algunos
algoritmos son sensibles al orden en que se consideran las observaciones.
Por ejemplo, para un mismo conjunto de datos, dependiendo del orden
en que se analicen, los Clusteres devueltos pueden ser diferentes. Es
importante entonces que el algoritmo sea insensible al orden de los datos,

y que el conjunto de Clusteres devuelto sea siempre el mismo.

e Alta dimensionalidad. Una Base de Datos puede contener varias
dimensiones o atributos, por lo que es bueno que un algoritmo de
Clustering pueda trabajar de manera eficiente y correcta no solo en
repositorios con pocos atributos, sino también en repositorios con un alto

espacio dimensional, o gran cantidad de atributos.

e Clustering basado en restricciones. Es un gran desafio el agrupar los
datos teniendo en cuenta no sélo el comportamiento, sino también que
satisfagan ciertas restricciones. Interpretacion y uso. Los usuarios
esperan que los resultados del Clustering sean comprensibles, faciles de

interpretar y de utilizar.

Con estas caracteristicas, se busca disefiar algoritmos mas flexibles que sean
capaces de manipular una gran variedad de requerimientos de acuerdo a las
necesidades de los usuarios.

Técnicas de Clustering.

Los algoritmos de agrupacion de Clustering varian entre si por las reglas
heuristicas que utilizan y el tipo de aplicacion para el cual fueron disefiados.
La mayoria de ellos se basa en el empleo sistematico de distancias entre
vectores (objetos a agrupar) asi como entre Cldsteres o grupos que se van
formando a lo largo del proceso de Clustering. Las caracteristicas basicas por
las que los algoritmos de Clustering pueden ser clasificados son en funcion
de:
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e El tipo de dato que manejan (numérico, categorico y/o mixto).
e El criterio utilizado para medir la similitud entre los puntos.

e Los conceptos y técnicas de Clustering empleadas (ej. l6gica difusa,

estadisticas).

En la literatura existen una gran cantidad de técnicas de Clustering que varian
de acuerdo a la arquitectura que utilizan [JAI, et al, 99]. Una clasificacion
general divide los algoritmos en: Clustering particional, Clustering jerarquico,
Clustering basado en densidad y Clustering basado en Grid.

Para cada una de las categorias presentadas en la Figura 2.7, existen una
variedad de sub-clasificaciones que presentan algoritmos con diferentes
técnicas para encontrar clisteres en los datos. Algunas de ellas son: Técnicas
estadisticas, basadas en la utilizacion de medidas de similitud y analisis

estadistico para agrupar los datos.

‘ Algoritmos de clustering |

A

v
| Parti::ional ‘ | | [ Basado en den5|dad]

) Botorrun] | [Topown ﬂ ;
DBSCAN
K-mode | |[K-means Basado
en grid
Y

PAM/ BIRCH
CLARA | [CLARANS CORE

y A4 4
DENCLUE | |WaveCluster| | STING CLIQUE

Figura 2. 7 Algoritmos basicos de Clustering.

Fuente: [HER, 06].
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A continuacién se explican brevemente, los cuatro principales tipos de

algoritmos de Clustering.

2.5.3.1. Clustering particional.

Un algoritmo de Clustering particional obtiene una particion simple
de los datos en vez de la obtencion de la estructura del cldster tal
como se produce con los dendogramas de la técnica jerarquica [JAI,
et al, 99]. En la Figura 2.8 se muestra un ejemplo de Clustering

particional.
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Figura 2. 8 Clustering particional.

Fuente: [JAI, et al, 99].

El Clustering particional organiza los objetos dentro de k clusteres
de tal forma que sea minimizada la desviacion total de cada objeto
desde el centro de su cluster o desde una distribucion de Clusteres.
La desviacion de un punto puede ser evaluada en forma diferente

segun el algoritmo, y es llamada generalmente funcién de similitud.
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Los métodos particionales tienen ventajas en aplicaciones que
involucran gran cantidad de datos para los cuales la construccion de

un dendograma resultaria complicada.

El problema que se presenta al utilizar algoritmos particionales es
la decision del numero deseado de clUsteres de salida. Las técnicas
particionales usualmente producen clisteres que optimizan el
criterio de funcion definido local o globalmente. En la préctica, el
algoritmo se ejecuta multiples veces con diferentes estados de inicio
y la mejor configuracion que se obtenga es la que se utiliza como el
Clustering de salida. Algunos algoritmos de Clustering que

pertenecen a esta clasificacion son:

e PAM: Partitioning Around Medoids [KAU, et al, 00] Para
encontrar k Clusteres (agrupamientos), el modelo PAM
determina un objeto representativo para cada Cluster. Este
objeto representativo, Ilamado medoid, es el que se encuentra
localizado mas al centro dentro del Claster. Una vez que los
medoids han sido seleccionados, cada objeto no seleccionado es
agrupado con el medoid al cual es mas similar. Para encontrar
los k medoids, PAM comienza con una seleccion arbitraria de
k objetos. En cada iteracion, un intercambio entre un objeto
seleccionado Oi y un objeto no seleccionado Oh es realizado,
si 'y solo si, el intercambio resulta en un incremento de la calidad

del agrupamiento (Clustering).

e CLARA: El algoritmo Clustering Large Applications [KAU, et
al, 00] dibuja multiples muestras de conjunto de datos aplicando
PAM en cada muestra para encontrar la mediana, si la muestra
es representativa las medianas de la muestra deben aproximarse

a las medianas del conjunto de datos entero. Para mejorar la
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aproximacion mdaltiples muestras se dibujan y el mejor
Clustering se retorna. EI Clustering alcanzado es medido por la
desemejanza promedio de todos los objetos en el conjunto de

datos.

e CLARANS: El algoritmo Clustering Large Applications based
upon RANdomized Search [NGH, et al, 94] puede ser
presentado como una busqueda en un gréafico donde cada nodo
es una solucién potencial, es decir, un conjunto de k medianas.
Dos nodos son vecinos si sus conjuntos difieren solo en una
mediana. A cada nodo se le asigna un costo para definir la
desemejanza total entre cada objeto y la mediana de su Cluster.
El problema consiste en la basqueda de un minimo en el gréafico.
En cada paso todos los vecinos del actual nodo son buscados; el
vecino que corresponde al descenso mas profundo en el costo
es elegido como la proxima solucion. Se usa PAM para la
busqueda total en el grafico y CLARA busca en algin sub
grafico aleatorio.

e K-MEANS: El algoritmo k-means [JAI, et al, 03] selecciona k
elementos aleatoriamente, los cuales representan el centro o
media de cada Cluster. A cada objeto restante se le asigna el
Cluster con el cual mas se parece, basandose en una distancia
entre el objeto y la media del Cluster. Después calcula la nueva
media del Cluster e itera hasta no cambiar de medias.
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2.5.3.2. Algoritmos Jerarquicos.

Un método de Clustering jerarquico produce una serie de divisiones
anidadas de los datos. El diagrama que representa esta clasificacion
jerarquica se denomina dendrograma. Un ejemplo de dendrograma
se muestra en la Figura 2.9. Las lineas representan las separaciones
encontradas por el algoritmo. En el nivel superior, los datos se
separan en dos grandes clusteres. A medida que se desciende por el
dendrograma, se obtienen particiones mas finas de los datos,
llegando hasta el nivel individual, donde cada patron forma su
propio Cluster. Los largos de las lineas representan las distancias
entre los pares de clisteres. Los métodos jerarquicos son mas
apropiados que los particionales para datos con caracteristicas

nominales u ordinales [ZHA, 04].

C=(0, 0,0} Cl= (0, 0y
Ci={0, 0} Cl={0} Cl={O, O}
[ | CFo) 07 (0) CF{0) Ch={0, 0

Figura 2. 9 Dendograma resultado de la clasificacion ascendente

jerarquica.

Fuente: [ZHA, 04].

Algunos algoritmos de Clustering que pertenecen a esta

clasificacion son:
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e Bottom-up, también llamado aglomerativo, se comienza con
cada objeto formando un grupo por separado. Los objetos o
grupos se combinan sucesivamente segun determinadas
medidas, hasta que todos los grupos se hayan unido en uno solo,

0 hasta que se cumpla alguna condicion de terminacion.

e Top-down, también Ilamado divisivo, se comienza con todos
los objetos en el mismo Cldster, y a medida que se va iterando,
se dividen los grupos en subconjuntos mas pequefios segun
determinadas medidas, hasta que cada objeto se encuentre en un
cluster individual o hasta que se cumplan las condiciones de

terminacion.

e CURE, El algoritmo Clustering Use Representatives [SUD, et
al, 98] también trabaja con Cluster de formas esféricas. Usa s
numeros fijos de puntos representativos para evaluar la
distancia entre los ClUster. Los puntos representativos se eligen
con una primera seleccion de objetos bien dispersos en el
Claster y luego se contrae hacia el centro del Cluster. En cada
paso, los dos Claster con el par mas cercano de puntos

representativos se combinan.

e CHAMELON, El algoritmo Hierarchical Clustering Algorithm
Using Dynamic Modeling [KAR, et al, 99] desarrollado con el
objetivo de superar las limitaciones de la mayoria de los
algoritmos de Clustering, como: el uso de modelo estatico para
los datos, el uso de diversas formas de Cluster, entre otras.
CHAMELEON mide la semejanza basado en un modelo
dinamico: dos Cluster se combinan sélo si la inter conectividad

y proximidad entre ellos es relativamente alta para la inter
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conectividad interna de los Cluster y proximidad de elementos
dentro del Cluster.

e ROCK, El algoritmo Clustering Categorical Data [SUD, et al,
98] maneja datos categoricos y booleanos de tal manera que une
en el mismo grupo los vecinos mas cercanos segun una funcion

de similitud.

2.5.3.3. Algoritmos Basados En Grillas (Grid-Based Algorithms).

Los métodos basados en densidad suelen tener grandes problemas
cuando se trabaja con bases de datos muy grandes. Para mejorar la
efectividad del Clustering, un método basado en grillas usa una
estructura de grilla de datos. EI método divide el espacio en un
numero finito de celdas, formando una grilla, en donde se realizan
todas las operaciones del Clustering. La mayor ventaja de este
método es su veloz procesamiento del tiempo, el cual generalmente
es independiente de la cantidad de objetos a procesar. Ver Figura
20

L]

Figura 2. 10. Clustering Basado en Grid.

Fuente: PROPIO.
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Algunos algoritmos de Clustering que pertenecen a esta

clasificacion son:

e STING: El algoritmo Statical Information Grid approach [WEI,
et al, 97], sefiala que el area espacial esta dividido en celdas
rectangulares, donde se tiene diferentes niveles de tales celdas
rectangulares correspondientes a diferentes resoluciones y estas
celdas forman una estructura jerarquica. Cada celda en un nivel
alto se particiona para formar un nimero de celdas del proximo
nivel bajo. La informacion estadistica de cada celda se calcula
y almacena de antemano y se usa para responder consultas.

e WaveCluster: El algoritmo WaveCluster: WaveCluster: A
Multi-Resolution Clustering Approach for Very Large Spatial
Databases [SHE, et al, 98], est4 basado en métodos de rejilla y
densidad e indicando para grandes bases de datos. Es una
aproximacion a Clustering multi-resolusion la cual aplica
transformaciones wavelet a las caracteristicas del espacio. Una
transformacion wavelet es wuna técnica de sefial de
procesamiento que descompone una sefial en diferentes

frecuencias de sub-bandas.

e CLIQUE EI algoritmo Clustering In Quest, identifica
automaticamente sub-espacios de un espacio de datos de alta
dimensién que permite mejor Clustering que el original. Esta
basado en métodos de rejilla y densidad de tal forma que divide
cada dimensiéon en el mismo numero de intervalo de igual
longitud, divide un espacio de datos m-dimensional en unidades
rectangulares no solapadas. Una unidad es densa si la fraccién
de los puntos de datos total contiene en la unidad exceso de
entrada de parametros del modelo. Un Cldster es un conjunto
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maximal de unidades densas conectadas dentro de un sub-

espacio.
2.5.3.4. Algoritmos Basados En Densidad (Density-Based Algorithms).

La mayoria de los métodos de particionamiento, realizan el proceso
de Clustering en base a la distancia entre dos objetos. Estos métodos
pueden encontrar solo Clusteres esféricos, y se les dificulta hallar
Cldsteres de diversas figuras. Otros algoritmos de Clustering han
sido desarrollados en base a la nocion de “densidad”. Estos
generalmente estiman Cldsteres como regiones con gran densidad
de objetos, separados de regiones de baja densidad de objetos (estos
elementos aislados representan ruido). Este tipo de métodos es muy
atil para filtrar ruido y encontrar Clasteres de diversas formas. En

la Figura 2.12 se muestra un ejemplo de Clustering basado en

densidad.
A
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Figura 2. 11. Clustering basado en densidad.

Fuente: PROPIO.

Este tipo de métodos es muy util para filtrar ruido y encontrar
Clusters de diversas formas. La mayoria de los métodos de
particionamiento, realizan el proceso de Clustering con base en la
distancia entre dos objetos [JAI, et al, 99]. Estos métodos pueden
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encontrar sélo Clusters esféricos y se les dificulta hallar cluster de

formas diversas.

Algunos algoritmos de Clustering que pertenecen a esta

clasificacion son:

e DBSCAN, EI algoritmo Density-Based algorithm for
discovering Clusteres in large spatial Databases with Noise
[EST, et al, 96] donde un grupo se define como un conjunto
maximal de puntos conectados desde el punto de vista de la
densidad, de esta forma descubre grupos de forma aleatoria en
bases de datos con ruido.

El algoritmo sefiala que se elige arbitrariamente un punto p,
recupera todos los puntos densos alcanzables dentro de la
distancia y el namero minimo permitido, si p es un punto central
se forma un Cluster, si p es un punto borde ningln punto es
alcanzable desde p y DBSCAN visita el proximo punto de la
base de datos, y asi continua hasta que todos los puntos han sido

procesados.

e OPTICS, EI algoritmo Ordering Points To Identify the
Clustering Structure [ANK, et al, 99] ordena los puntos para
identificar la estructura Clustering, agrupa los puntos por
densidad de conectividad (jerarquia de Cluster), visualiza los

Cldster y su jerarquia.

e DENCLUE, El algoritmo Desity based Clustering, esta basado
en fundamentos sélidos matematicos, la idea en la que se basa

es modelar la media de la densidad del espacio de datos como
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la suma de funciones de influencia de todos los puntos del
mismo. Permite una descripcion matematica compacta de

formas arbitrarias de Claster en conjunto de datos de alta

dimensioén.
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CAPITULO 111

MARCO APLICATIVO.

El presente documento tiene como objetivo la explicacion de forma detallada y explicita los
pasos para realizar en Mineria de Datos.

En la primera seccion de este capitulo se describe la definicion de requerimientos y desarrollo
de la aplicacion, herramientas utilizadas para analisis, disefio y construccion del mismo, en
la segunda seccion se muestra el proceso de recuperacion de datos con la metodologia
propuesta, en la tercera seccion se detalla la implementacion del aplicativo su ejecucion y
respectivo analisis de resultados. La integracion se llevara acabo utilizando ciertas librerias
y programas extras que se mencionan en los Requerimientos los cuales pueden variar segun

las necesidades de cada instalacion.

3.1. SOFTWARE A UTILIZAR.

Se describe el software que se emplea durante el ciclo de vida de desarrollo del
presente proyecto. Comenzando por el modelado de datos, la eleccion del repositorio
usado como base de datos, extraccion y explotacion de los datos y finalmente la
presentacion de los datos trabajados. A continuacion se describe el uso de cada una

de las herramientas utilizadas.

3.1.1. PENTAHO.

Para el proceso de ETL se utilizara el Pentaho que es un conjunto de
programas libres para generar resultados acorde a lo de inteligencia de
negocios. Incluye herramientas integradas para generar informes, mineria de
datos, ETL, etc.
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Las soluciones que Pentaho ofrece se componen fundamentalmente de una
infraestructura de herramientas de analisis e informes y un motor de Workflow
de procesos de negocios. Esta plataforma estd especialmente disefiada para
ejecutar las reglas de negocios, expresadas en forma de procesos y actividades
y de presentar la informacion apropiada en el momento preciso (Figura 3.1).

Aunque es una plataforma de libre distribucion, su modelo de ingresos parece
estar orientado a los servicios: soporte, formacion, consultoria vy
distribuciones. No obstante en la documentacion de la Web
oficial(http://www.pentaho.org/) de Pentaho hace referencia a algunas

funcionalidades Premium que hace pensar en futuras versiones.

A parte de ser open source Yy sin costes de licencia, las caracteristicas basicas
de esta herramienta son:

e Entorno grafico de desarrollo.

e Uso de tecnologias estandar: Java, XML, Java Script.

e Féacil de instalar y configurar.

e Multiplataforma: Windows, Macintosh, Linux.

e Basado en dos tipos de objetos: Transformaciones (coleccién de pasos en
un proceso ETL) y trabajos (coleccién de transformaciones).

e PDI estad formado por un conjunto de herramientas, cada una con un
proposito especifico.

e Soporta modo de ejecucion, pre visualizacion con resultados parciales y
repeticion.

e Exploracion del repositorio de datos (tablas, vistas.) y metadatos.

e Asistente para la creacion de conexiones a base de datos.

o Posibilidad de verificacion y analisis del impacto de las transformaciones

y trabajos.
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e Admite archivos de texto, tablas de bases de datos, informacion del
sistema, los nombres de archivos de un directorio, una entrada de XBse,
archivos XML o archivos Excel como entradas de las transformaciones y
trabajos.

e Lasalida de una transformacion o trabajo puede ser una tabla de la base
de datos a la cual se ha definido la conexion, un archivo de texto, un
archivo XML, un archivo Excel o un archivo Access.

e Soporta muchos tipos de transformaciones basicas: mapeo de campos y
valores, filtrado de filas, ordenamiento, secuencias, participacion de
campos, agrupacion, adiccion, de constantes, normalizacion/ des
normalizacion de filas, uniones (join) de filas, fusion de filas y algunas
operaciones matematicas. Para operaciones mas avanzadas se pueden
recurrir al Scripting que usa cédigo Java Script para definir las
transformaciones.

e Ejecucion de procedimientos almacenados.

e Llamadas a servicios Web mediante una URL con parametros dinamicos,
obtencion de archivos via FTP y SFTP y envio de mails.

e Las transformaciones pueden ser llamadas por otras transformaciones y
por otros trabajos y los trabajos pueden ser llamados por otros trabajos.
Por ello hay mecanismos para pasar la informacion entre
transformaciones/trabajos y definir variables.

e Mecanismos de control de flujo y bucle.

e Ejecucion de Shell Script y comprobacién de la existencia de archivos y
tablas.

¢ Definicidn del intervalo de ejecucién en el planificador de trabajos.

e Importacion y exportacion de los metadatos de la transformacion o del
trabajo a archivos XML.

e Soporta Computer Clustering (Procesamiento Distribuido de Datos).

¢ Log minucioso con diferentes niveles de precision.
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Estos son las herramientas de las que se compone Kettle:

e Spoon: es la herramienta grafica que nos permite el disefio de las
transformaciones y trabajos. Incluye opciones para pre visualizar y testear
los elementos desarrollados. Es la principal herramienta de trabajo de PDI
y con la que construiremos y validaremos nuestros procesos ETL.

e Pan: es la herramienta que nos permite la ejecucion de las
transformaciones disefiadas en spoon (bien desde un fichero o desde el
repositorio). Nos permite desde la linea de comandos preparar la
ejecucion mediante scripts.

¢ Kitchen: similar a Pan, pero para ejecutar los trabajos o jobs.

e Carte: es un pequefio servidor web que permite la ejecucién remota de
transformaciones y jobs.

Py

Figura 3. 1 Visualizacion del esquema de Pentaho Data Integration.

Fuente: [WWW3].
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Bases de datos soportadas:

e Oracle (Nativo, ODBC, OCI).

e MySQL (Nativo, ODBC).

e AS/400 (Nativo).

e MS Access (Nativo).

e MySQL Server (Nativo, ODBC).
 IBM DB2 (Nativo, ODBC).

e PostgreSQL (Nativo, ODBC).

¢ Intersystems Cache (Nativo, ODBC).
e Sybase (Nativo, ODBC).

e Gupta SQL Base (Nativo, ODBC).

e Dbase Ill, IVy V (ODBC).

e Firebird SQL (Nativo, ODBC).

e Hypersonic (Nativo).

e maxDB — SAP DB (Nativo, ODBC).
e CA Ingres (Nativo, ODBC).

e Borlandinterbase (Nativo, ODBC).
e ExtenDB (Nativo, ODBC).

e Geénerico (Nativo, ODBC).

Los requisitos generales de esta herramienta son:

e Java RuntimeEnvironment (JRE) 1.4 o superior
e Sistema operativo:

v Microsoft Windows 95, 98,Me, 2000,XP, 2003, Vista.
Linux GTK:32 y 64 bits (funciona mejor en Gnome).
Apple OSX: funciona en con PowerPC e Intel.
Solaris: usando la interfaz Motif (GTK opcional).
AIX: usando la interfaz Motif.

AR N NN
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v HP-UX: usando la interfaz Motif (GTK opcional).
v FreeBSD : Funciona solo con 32 bits.

3.1.2. WEKA.

Para la segmentacion y clasificacion de los datos utilizaremos el WEKA
(Waikato Environment for Knowledge Analysis) que es una herramienta que
permite la experimentacion de analisis de datos mediante la aplicacion,
analisis y evaluacion de las técnicas mas relevantes de andlisis de datos,
principalmente las provenientes del aprendizaje automatico, sobre cualquier
conjunto de datos del usuario.

Contamos con 4 diferentes interfaces en WEKA:

La primera es la Interfaz Explorer el cual nos permite realizar operaciones
sobre un solo archivo de datos. En esta interfaz vemos tareas de pre-procesado,
clasificacion, Clustering, busqueda de asociaciones, seleccion de atributos y

visualizacion de los datos.

La segunda es la Interfaz Experimenter, nos permite fijar experimentos a gran
escala, correrlos, dejarlos y analizar el funcionamiento estadistico que se ha
recogido, el resultado puede ser almacenado en formato ARFF. La Interfaz
Experimenter supera las limitaciones de tiempo, 0 que quiere decir que trabaja
de manera eficiente.

La Interfaz KonwledgeFlow muestra de una manera mas explicita el
funcionamiento interno del programa. Se basa en situar en el panel de trabajo
elementos base, a esto le llamamos un funcionamiento grafico.

La Interfaz SimpleCLI proviene de la abreviacion de Simple Client. Podemos

introducir comandos en una consola proporcionada por esta interfaz. Esta

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

interfaz que parece tan sencilla viene a ser complicada ya que es necesario un
conocimiento completo de la aplicacion. Por ende actualmente solo es (til
como herramienta de ayuda a la fase de pruebas ver Figura 3.2. Los mandatos

soportados en este interfaz son:

java <nombre-de-la-clase><args>

Ejecuta el método “main” de la clase dada con los argumentos especificados
al ejecutar este mandato. Cada mandato es atendido en un hilo independiente
por lo que es posible ejecutar varias tareas concurrentemente.

e break: Detiene la tarea actual.

e Kill: “Mata” la tarea actual. Este comando es desaconsejable, solo debe
usarse en el caso de que la tarea no pueda ser detenida con el mandato
break.

e cls: (Clear Screen). Limpia el contenido de la consola.

e exit: Sale de la aplicacion.

e help: <mandato> Proporciona una breve descripcion de cada mandato.

Welcome to the WEKA SimpleCLI

Enter commands in the textfield at the bottom of
the window. Use the up and dowm arrows to move
through previous commands.

> help

Command must be one of:
java <classname> <args>
break
kill
cls
exitc
help <command>

Figura 3.2 Interfaz SimpleCLI.

Fuente: PROPIO.
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WEKA se distribuye como software de libre distribucién desarrollado en Java.
Esta constituido por una serie de paquetes de cdédigo abierto con diferentes
técnicas de pre procesado, clasificacion, agrupamiento, asociacion, y
visualizacion, asi como facilidades para su aplicacion y analisis de
prestaciones cuando son aplicadas a los datos de entrada seleccionados. Estos
paquetes pueden ser integrados en cualquier proyecto de andlisis de datos, e
incluso pueden extenderse con contribuciones de los usuarios que desarrollen
nuevos algoritmos. Con objeto de facilitar su uso por un mayor nimero de
usuarios, WEKA ademas incluye una interfaz grafica de usuario para acceder
y configurar las diferentes herramientas integradas.

Los requisitos para la instalacion:

e Versiones: Las Ultimas versiones estables (3.4 y 3.6) se pueden
descargar del sitio web: http://www.cs.waikato.ac.nz/ml/weka/
También esta disponible en la pagina web, la version de desarrollo (3.7
hasta el momento), sobre la cual van corrigiendo bugs y afiadiendo nuevas

funcionalidades.

e Sistemas Operativos: Windows (arquitecturas x86 y x64), Mac OSX
y distribuciones Linux.

¢ Requerimientos: Se debe contener el JRE (Java Runtime Environment)

sobre la cual se ejecuta.

3.2. METODOLOGIA

La Metodologia que aplicaremos para desarrollar nuestro proyecto es CRISP-DM.
Esta metodologia se formo en el afio 1997 gracias al apoyo de la comisién europea

con el objetivo de lograr una herramienta para la industria a fin de que se adapte a la
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diversidad de industrias. CRISP-DM es un modelo basado en situaciones que ocurren

en las empresas.

Percibe diferentes objetivos entre los principales encontramos:

e Basandonos en un proceso jerarquico nos permite aprender nuevas técnicas para
aplicar y comprender de mejor manera la Mineria de Datos.

e Persigue el cumplimiento de objetivos desde un punto de vista empresarial, por
ende da preferencia a la comprension del negocio.

e Desarrollar proyectos de Mineria de Datos mediante un proceso estandarizado.

e Minimiza los costos que implica un proyecto de mineria de datos en las empresas.

3.2.1. EL MODELO CRISP-DM.

La metodologia CRISP-DM provee una representacion completa del ciclo de
vida de un proyecto de Mineria de Datos, que se divide en seis fases, sus tareas

y relaciones entre ellas ver Figuras 3.3y 3.4.

Entendimiento del Entendimiento de
Negocio Mp— los Datos

//—\ Preparacién de

los Datos

Implementacion T l

Modelaje

DATOS

Evaluacién

Figura 3. 3 Ciclo de Vida del Proyecto de la Metodologia CRISP-DM

Fuente:[WWW4].
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Fromatear L
Datos
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Figura 3. 4 Descripcion del Proyecto con CRISP-DM.

Fuente: [WWW4].
3.2.1.1. FASE 1: CONOCIMIENTO DEL NEGOCIO.

El Programa profesional de Ingenieria de Sistemas (PPIS),
dispone de una pagina en Facebook llamado PPIS Sistemas UCSM
donde se encuentra parte de la informacién de los egresados,

alumnos, profesores, etc.

Los datos utilizados pertenecen al periodo desde que se creo la
pagina hasta el mes de julio del presente afio, tomando la
informacion personal, académica y laboral de los integrantes de esta

pagina en Facebook.

El origen de la Base de Datos se encuentra en archivos TXT, en
ellos encontramos datos personales, académicos y laborales de los

egresados del Programa Profesional de Ingenieria de Sistemas
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(PPIS). Nuestro esquema de trabajo se basa en la siguiente

estructura. Ver Figura 3.5.

Frond End ] } Sistema

I {

Evaluacion de Patrones

-

F o Weka

9

[ Algoritmo de Data Mining

"l

Nuevos
Datos
\ Pentaho
[ ETL ]
Limgiezs & 4
Imtegracion
de Datos
J —
Bate de
s

Figura 3. 5 Estructura del Proyecto.

Fuente: [PROPIO].

3.2.1.1.1. Casos de Uso del Proceso ETL.

Para Interpretar el manejo inicial de informacion que permita a las
organizaciones mover datos desde multiples fuentes,
reformatearlos, limpiarlos y cargarlos en otra base de datos para

analizar, para apoyar un proceso de negocio.

En el detalle de los casos de uso, se puede apreciar con mas
claridad cual es la funcionalidad basica de cada caso. Ver Figura
3.6.
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Extraer Datos

Transformar Datos

Usuario

Cargar Datos

i

Figura 3. 6 Caso de Uso ETL.
Fuente: PROPIO.

3.2.1.1.2. Detalle Casos de Uso.

Caso de Uso: Extraer Datos

Breve explicacion: La primera parte del proceso consiste en extraer los datos desde los

sistemas de origen(Fuentes de almacenamiento de datos).

Precondiciones:

e Las Bases de Datos a extraer se pueden encontrar en distintos formatos o fuentes de
almacenamiento.

o Si los datos a extraer son muchos, el sistema de origen se podria ralentizar e incluso
colapsar, provocando que éste no pueda utilizarse con normalidad para su uso
cotidiano. Por esta razon, en sistemas grandes las operaciones de extraccion suelen

programarse en horarios o dias donde este impacto sea nulo 0 minimo.

Acciones del actor Acciones del Sistema

1. Elegir Bases de Datos validas

para el sistema.

2. Especificar momento 'y
tiempo estimado de

extraccion.

3. Verificar que el tipo de
conexion sea la adecuada

para el tipo de fuente

4. Reconoce el tipo de conexion.

5. Determina el tamafio de las fuentes de Datos.
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6. Recorre el conjunto de registros, verificando la

validez de los datos(Campos nulos vacios).

7. Pone a disposicion las herramientas disponibles

para el tipo de Archivo o Base de Datos

extraida.

8. Datos extraidos listos para ser manipulados.

Post Condiciones:
e Verificar funcionalidad de las herramientas.

e Establecer La estructura de la transformacion.

Tabla 3. 1 Extraer Datos.
Fuente: PROPIO.

Caso de Uso: Transformar Datos.

Breve explicacion: La fase de transformacion aplica una serie de reglas o funciones

sobre los datos extraidos para convertirlos en datos que seran cargados.

Precondiciones:
e Verificar funcionalidad de las herramientas para optimizar la transformacién de
datos.

e Establecer La estructura de la transformacion.

Acciones del actor Acciones del Sistema

1. Identificar columnas o
campos a utilizar
(Datos relevantes que
enriquezcan la

transformacion).

2. Traducir codigos (por
ejemplo, si la fuente
almacena una "H" para
Hombre y "M" para
Mujer pero el destino
tiene que guardar "1"
para Hombre y "2" para
Mujer)

3. Identifica los tipos de datos de los campos (int, float,
String, etc).
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4. Obtiene nuevos valores calculados (por ejemplo,

total_venta = cantidad * precio).

Une datos de multiples fuentes.

Calcula totales de multiples filas de datos (por

ejemplo, ventas totales de cada region).

Genera campos clave en el destino.

Divide una columna en varias

9. Realiza operaciones, simples o complejas,

de validacién de datos.

10. Datos Transformados listos para ser cargados en una nueva fuente.

Post Condiciones:
e Revisar y validar los datos a cargarse en una nueva fuente.

e Revisar el tipo de conexion de la fuente destino.

Tabla 3. 2 Transformar Datos.

Fuente: PROPIO.

Caso de Uso: Cargar Datos.

Breve explicacion: La fase de carga es el momento en el cual los datos de la fase anterior

(transformacion) son cargados en el destino(nueva fuente de datos).

Precondiciones:

o Revisar y validar los datos a cargarse en una nueva fuente.

Acciones del actor Acciones del Sistema

1. Verificar Datos a Cargar.

2. Aplica las restricciones.

3. Carga la nueva fuente de datos.

4. Datos Limpios Listos para el analisis.

Post Condiciones:
e Formato de archivos fuentes.

e Andlisis de datos (atributos como tipos, formatos, etc.).

Tabla 3. 3 Cargar Datos.
Fuente: PROPIO.
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3.21.1.3. Casos de uso: Mineria de Datos.

Para interpretar cual es el objetivo de nuestra aplicacion, en la
Figura 3.7 se observa un diagrama de casos de uso. Este diagrama
indica las interacciones basicas entre el usuario y el sistema. El
usuario, en nuestro caso, es la persona encargada de realizar el
proceso de Mineria de Datos. Las acciones que realiza son
“Preparar Datos”, “Procesar Clustering” y “Analizar Resultados”.
En el detalle de los casos de uso, se puede apreciar con mas

claridad cudl es la funcionalidad basica de cada caso.

Preparar los Datos
Procesar Clustering

Usuario \

Analizar Resultados

Figura 3. 7 Caso de Uso Mineria de Datos.

\

Fuente: PROPIO.

3.2.1.1.4. Detalle de Casos de Uso.

Caso de Uso: Preparar Datos

Breve explicaciéon: Toma los datos de una base de datos, especificados en un formato

determinado, y los asigna a unidades segun sus rangos de validez.

Precondiciones:
e El archivo de entrada debe cumplir con el formato de los archivos arff.
e Ademaés, el archivo debe poseer:
= Un atributo que sea un ID Unico, que identifique al registro (puede haber mas de
un registro para el mismo ID).
= Uno o més atributos (numéricos o categdricos) que se compararan para realizar el

Clustering.
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Acciones del actor Acciones del Sistema

1. Cargar un archivo valido al sistema.

2. Especificar ~ parametros:  crono,
cantidad de unidades.

3. Iniciar Filtrado

4. Determinar la diferencia entre las fechas.

5. Recorre el conjunto de registros,
verificando dentro de que intervalo es

valido (comparando rangos del intervalo).

6. Guardar el Nuevo archivo.

Post Condiciones:
Archivo arff con la siguiente estructura:
e ID

o Atributos explicitos

Tabla 3. 4 Preparar Datos.
Fuente: PROPIO.

Caso de Uso: Procesar Clustering

Breve explicacion: Toma los datos pre-procesados y los agrupa segun similitudes en sus
atributos.

Precondiciones:
e El archivo de entrada debe cumplir con el formato de los archivos arff.
e Ademas, el archivo debe poseer:
= Un atributo que sea un ID Gnico, que identifique al registro.
= Uno o mas atributos (numéricos o categéricos) que se compararan para realizar el

Clustering

Acciones del Actor Acciones del Sistema

1. Cargar un archivo vélido
al sistema.

2. Especificar  parametros:

Cantidad de clusters.

3. Ejecutar proceso de

Clustering.
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4. Transformar los atributos nominales en numéricos

utilizando el método de la Documentacién.

5. Elegir al azar tantos centroides como ClUsteres se
deseen para cada proceso.

6. Dividir los individuos segin método k-d-Median.

7. Recalcular los centroides de los nuevos Clusteres.

8. Repetir pasos 6 al 8 hasta que no haya mas cambios y
los Clusteres sean definitivos.

9. Calcular cuéntos individuos pasaron de un clister a
otro y determinar el orden de los Cldsteres en cada

tiempo.

10. Armar archivo de salida con informacién sobre cada
registro.

11. Mostrar en pantalla la distribucién de centroides.

Post Condiciones:
e  Archivo arff con la siguiente estructura:
0 Detalle de los atributos explicitos de cada registro.
0 Numero de cluster a los que pertenece ese registro.
0 Flag que indica si ese registro es un centroide o no (y en caso de qué sea de
queé cluster).

Tabla 3.5 Procesar Clustering.

Fuente: PROPIO.
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Caso de Uso: Analizar Resultados.

Breve explicacion: Toma el archivo de salida del proceso de Clustering y brinda diferentes

graficos para analizar los resultados obtenidos.

Precondiciones:
e Archivo arff con la siguiente estructura:
0  Detalle de los atributos explicitos de cada registro.
0  Numero de cluster a los que pertenece ese registro.
o0 Flag que indica si ese registro es un centroide o no(y en caso de qué sea, de qué

claster).

Acciones del actor Acciones del Sistema

1. Cargar archivo de

resultados *.arff

2. Leer informacion del archivo y configurar opciones del
programa. Por default estan todas deshabilitadas.*
e Sitiene 2 atributos, habilitar Gréaficos 2D y Gréficos 2D
Tiempo*
e Sitiene 3 atributos, habilitar Gréaficos 3D y Graficos 3D
Tiempo*
e Las opciones: Andlisis por Atributo, Estadisticas de

Individuos e Individuos Perdidos habilitarlas siempre.

3. Seleccionar alguna de
las opciones
disponibles.

4. Mostrar en pantalla el grafico correspondiente:

e Graéficos 2 D: distribucidn de las 2 variables en el plano,
diferenciando los distintos Clusteres.

o Gréficos 2D Tiempo: distribucién de un mismo clister a
través de los distintos tiempos.

e Gréficos 3 D: distribucion de las 3 variables en el
hiperplano, diferenciando los distintos Clusteres.

e Graficos 3D Tiempo: distribucién de un mismo cluster a
través de los distintos tiempos.

e Anaélisis por atributo: trayectoria que sigue el centroide
de cada cluster a través de los distintos tiempos.

e Estadisticas de Individuos: Gréfico de barras que indica
cuantos individuos pasaron entre un clister y otro al

cambiar de tiempo.
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e Individuos perdidos: Gréfico de barras que indica
cuantos individuos no tienen informacion en un

determinado tiempo.

Tabla 3. 6 Analizar Resultados.

Fuente: PROPIO.

3.2.1.2. FASE 2: CONOCIMIENTO DE LOS DATOS.

Se seleccionaron las bases de datos: AmigosFacebook, siendo este
un aproximado del 22% de los egresados del Programa Profesional
de Ingenieria de Sistemas (PPIS), AmigosEstudios,
AmigosTrabajos. La fuente de la cual se extraeradn los datos se
encuentra en el formato TXT, las fuentes de datos tienen los

siguientes nombres:

e AmigosFacebook: En este archivo se encuentran los datos del
usuario(Ver Figura 3.8) referidos a sus datos personales de su
perfil de usuario, el cual esta constituido por los siguientes

campos como se muestra en la Tabla 3.7:

Campo Significado

Idusu 1D

Nomusu Nombre

Apeusu Apellidos

Username | Usuario

Genusu Sexo

Fdnusu Fecha de Nacimiento
Maiusu Email Usuario
Ciuact Ciudad Actual

Linkus Link

Polusu Ideologia Politica
Fraus Acerca de mi

Relusu Creencias Religiosas
Tipo Tipo

Pagweb Pagina Web

Tabla 3. 7 Descripcion del archivo AmigosFacebook.
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Fuente: PROPIO.

TS, TOMUSU" apeUSL ', USerTARe, GenUsL', s, manusu

' ‘ciunat’, Tinkus, 'polusu’, ‘fraus, relusu’, "tipo’, "pageb’
mmmrnﬂwwmvmma WM pmwmwaM Mﬂﬂ%ﬁ”ﬁﬂuMmpan M%thMWhmmmHMKL”HJT\
103901467", "Pedro A.','Br1ceno b cenoli' 'M',",",",' D:/ /. Facedook, con/phricenads”, ", ", ",

SOL3T669", Jose Artomio’, o Torres endellcito’, 'M' '05/1 197", ", Arequipa, rep: //www facebook.com/wend flote’, ™,

501635236, "Dewi Mirza', cano Tarres iz, canotorres 1 06/23',",'Peru Arequ Pa Pery’, httP://www.facebook con/dewimirza, canotorres’, ",
SOLTTI04 " Betton wllen i bettox‘ W, 'http //www facebook, con/bettox ,",",",",'

SUIBLBA30", iquel', Ranos 5uperbos' 'M' '07/30',",'Arequ'pa' 'httP / . Facebook. con/Superbos,, "hataver Nakes you Hagpy | Whatever jou Want. ',
S02044850°, ' J0se Wi gue1 cho U, josemiquel. choque’, W' /s’ '  eep: facebook con/fosemiguel. chogue’, ",

Figura 3. 8 Contenido del archivo AmigosFacebook

Fuente: PROPIO.

e AmigosEstudios: En este archivo se encuentran los datos
relacionados con los estudios del usuario como se muestra en
la Figura 3.9 El archivo estd constituido por los siguientes
campos los cuales almacenan el contenido de cada usuario que
se describen en la Tabla 3.2

Campo | Significado
Idusu ID

Tipest | Colegio
Nomest | Universidad
Aniest | Ao Postgrado
Conest | Concentracion
Graest | Grado

Tabla 3. 8 Descripcion del archivo AmigosEstudios.

Fuente: PROPIO.
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'idusu','tipest','nnmest' ‘aniest’, 'conest’, 'graest’

22015287, Hiah school”, "Cole 310 De La Salle Arequipa’,’’,"", "

'22015287", "callege’, "universidad catolica de santa Varia - Arequ1p ', systens Engineering’,
'22015287", "College’, ‘Universidad Catolica de Santa Maria’,'’,"",’

'22015287", "Graduate school”, "Depaul University’, "2008", ‘Software Engineerdng, Project Management’, "
'5013?6269','(011999 Cath011c University of Santa Mar1a' h 'Systems Engineering’,

1501635236, 'Hiah Schoo1 ‘santa Ursula Arequipa’, 1997, o

'301635236", "Col Tege”, 'UCSM' ", 'Ing. sistemas,

'501635236", "College’,’ Cath011c University of santa barfa’,"","","

Figura 3. 9 Contenido del archivo AmigosEstudios

Fuente: PROPIO.

e AmigosTrabajos: En este archivo contiene los datos referidos
al trabajo del usuario como se muestra en la Figura 3.10. y las
caracteristicas del archivo estan constituidos por los siguientes
Tabla 3.3

Campo | Significado
Idusu | ID

Emptra | Empleador
Puetra | Cargo
Fecini | Fecha Inicio
Fecfin | Fecha Fin

Tabla 3. 9 Descripcion del archivo AmigosTrabajos.

Fuente: PROPIO.
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“idusu’, ‘emptra’, ‘puetra’, ‘fecini’, "fecfin’

‘22015287, "Depaul University', 'Software Engineer','2006-05-01", '2006-09-01"

'22015287", "Banco de Credito BCP', 'software Engineer ', '2003-06-01", '2005-12-01°

'504731451", "Grupo Comet :: integrating people with technology',"",'2011-06-01", '2011-09-01"
'507769506" , "KeeperTech 5.A. ", 'Software Developer','2011-07-01", '2012-04-01"

'507769506", "Microdata’, ‘Programmer Tesista','2010-07-01","2011-08-01"

'507769506", 'Banco de Credito BCP','Practicante’, '2010-01-01", '2010-03-01"

'507769506", 'Global Systems Consulting’,'Programmer’,'2009-07-01",'2009-10-01"

'516578878", 'MINSUR 5.4, 7, "7, '2010-01-01", '2010-03-01"

'516578878", "tenifluidos sac’,'",'2008-12-01",'2009-03-01'

'524461734", "FONDESURCO', "', '2010-12-01", '2011-12-01"

'524461734","snack drive inn - E1 tacho’, 'Mesera, cajera y hasta barman jaja','200?—04—01','2008-09-01'
'524821940','600E1e Summer of Code 2010°, 'Student developer for Ubuntu®, 2010-05-01",'2010-08-01"
' 524321940: , :Hai ulogic’, 'Irthfn: , '2009—03—01'1, '2009-07-01"

I rmoamma nan I Iman=m aa naal lman=s am aal

Figura 3. 10 Contenido del archivo AmigosTrabajos.

Fuente: PROPIO.
.3.2.1.3. FASE 3: PREPARACION DE LOS DATOS.

Con la herramienta de Pentaho se estudiaron los atributos, sus
valores y el comportamiento de los mismos. Fue necesario integrar
varios origenes de datos ya que toda la informacion necesaria se
encontraba en diferentes tablas.

Los datos personales de los egresados, estudiantes, profesores y
otros integrantes de la pagina se encontraban en desorden, para lo
cual se hizo una limpieza de datos logrando una salida con campos
especificos, y se obtuvo las siguientes tablas de salidas llamadas:
CiudadActual, EstadoLaboral, Especialidad y Carrera. Como se
muestra en a Figura 3.11. Para este proyecto se seleccioné el 90%
de los datos existentes.
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SELECCION DE CAMPOS ]

l AFTemp ‘ ] AETemp ‘ I ATTemp ‘

ELIMINACION DE CAMPOS NULOS Y DIVISION DE TABLAS |

] CiudadActual ‘ | Carrera ‘ |Especialidad ‘ ]EstadoLaboraI ‘

Figura 3. 11 Estructura de Datos de Salida.

Fuente: PROPIO.
3.2.1.3.1. Proceso ETL.

En el proceso ETL (Figura 3.12) Procedemos a extraer los datos
relevantes desde las Fuentes de Datos que se encuentran en el
formato TXT. Se integran y transforman los datos, para evitar
inconsistencias. Se cargan los datos para almacenarlos en nuevas
fuentes de salida TXT, MySQL y Excel.

Para el proceso ETL (Extraccion, Transformacién y Carga) de datos
utilizaremos el Pentaho la cual es una herramienta de integracion
de datos que nos permite unir los archivos TXT en una sola fuente
de salida con los datos ya transformados segun los requerimientos

del usuario.
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) Extraccién i Carga ;
RN —

e Transformacion

Figura 3. 12 Proceso ETL.
Fuente: PROPIO.

e Extraccion: La extraccién se realiza basandose en las
necesidades y requisitos de los usuarios del Programa
Profesional de Ingenieria de Sistemas(PPIS), se exploran las
fuentes de datos que hemos obtenido referentes a los egresados
del Programa Profesional de Ingenieria de Sistemas (PPIS), y
se extrae la informacion que se considere relevante de los
archivos AmigosEstudios, AmigosTrabajos y
AmigosFacebook. Un requerimiento importante que se debe
exigir a la tarea de extraccién es que ésta cause un impacto
minimo en el sistema origen. Si los datos a extraer son muchos,
el sistema de origen se podria ralentizar e incluso colapsar,
provocando que éste no pueda utilizarse con normalidad para
su uso cotidiano. Nuestras fuentes de datos se encuentra en el
formato TXT de las cuales vamos a extraer la informacion
requerida por el usuario que por comodidad lo hemos
almacenado en la siguiente direccion C:\ppis. La extraccion de
los datos realizada en el Pentaho como se muestran en la Figura
3.13.
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&) Spoon - EGRESADOSPPIS Sl . T ——

File Edit View Action Tools Help

2 = 5B B &

Ty view [ Design O Welcome! (52 EGRESADOSPPIS &% .
Steps = =) B il Wy WP R pE = 100% -
= Input -

=

Usuzrics Facebook

andom credit card nu —

e random value =
&

711 Generate Rows

"2 Get data from XML

L8 GetFile

m

Usuarics Trabajos

s

ElL, Get Files Rows Count

Y Get repository names T

7, Get SubFolder names Efn

Els Get Systemn Info Usuari ios Estudios

T Get table names
& Google Analytics
& GZIP CSW Input b
HL7 Input

Figura 3. 13 Extraccion de datos.

Fuente: PROPIO.

Configuracion de la extraccion de datos en el Spoon:

e En la pestafia File configuramos el step name con los nombres
AmigosFacebook, AmigosTrabajos y AmigosEstudios, en File
or Directory buscamos las direcciones
(C:\ppis\AmigosFacebook.txt,  C:\ppis\AmigosTrabajos.txt,
C:\ppis\AmigosEstudios.txt) donde se encuentran nuestras
fuentes de datos para asi afadirlas y que se muestren en
Selected files. Ver Figura 3.13.1, Figura 3.13.2 y Figura 3.13.3.

[ Text file input [E=r =

Rl oo aceboo]
il Content | Emar Mandiing Filters| Fields | Additional output fields

Fill or directory [ add) [ Browse—
Regular Expressien
Exclude Regular Expression @
Selectedflex [ £ Fo/Directory Wildcard (RegExp) Bxcludewddcard  Required  Include subfolders
1 CippisipruebalAmigosFacebook bt N N

Bccept flenames from previous steps

Accept filenames from preicus step

| ['shaw file content | | Shaw content from frt data fine

ok || prevewrows |[ Concel

Figura 3.13. 1 Configuracion de extraccion de la fuente AmigosFacebook.

Fuente: PROPIO.
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R Text fl nput =G

Siprame

File™. Content Eror Handing  Fites| Fieds| Additionsl output fels|

Regular Expression
Eiclude Reqular Expression ¢

Selected files | & * | i Directory Widcard (Regbip)  Excludewildeard  Required  Include subfolders

1 Chppisipueba\AmigosTrabajos ot N N

Accept flenames from previous steps

Accept filenames from previous step [ ]
st "

[ howflenamet..| [ Sho e conent | [ Show contet from fist data ine |

o) Crmmen ][ o]

File or directory @

Figura 3.13. 2 Configuracion de extraccion de la fuente AmigosTrabajos.

Fuente: PROPIO.

R Text ile nput [E=RET)

sep e

File™. Content  Error Handling| ilers|Felds| Additional output fields |

les | ¢ * | FileDirectory Wildeard Regbip)  Bucludewildcard  Required  Include subfolders
1 Chppis\prueba\AmigosEstudios.ut N N

Acceptfilenames from previous steps

[Show filename(s)... [ Showfilecontent | [ Show content from frtdataline

[ ok ][ peviewows |[ cancel |

File or directory *

Regular Bxpression

Delete

Edit

Figura 3.13. 3 Configuracion de extraccion de la fuente AmigosEstudios.

Fuente: PROPIO.

e En la pestafia Content configuramos los siguientes datos de la

siguiente manera:

» En Filetype conservamos por defecto el formato ya

existente que en este caso es csv. el cual acepta la

lectura de formato TXT.
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» Separator: conservamos el simbolo de separacion
predeterminada el cual es (;).
» Enclousure: conservamos el simbolo que indica

espacios en blanco el cual es (7).

Estas son las principales caracteristicas que se deben tomar en
cuenta para esta configuracion. Ya que los deméas datos son
jalados por defecto segun las caracteristicas de la fuente de datos.
Como se muestra en la Figura 3.12.4. Este paso es repetitivo en

las tres fuentes de datos extraidas para el proyecto.

B Text file input [E=E
Step name
File (Content . Error Handling  Fiters | Fields | Additional outputfelds |
Filtype csv -
Separator . | Insert TAB

Enclosure ~

Allowbresks in enclosed ieds?
Escape

Header [7] Number of header ines 1

Document header lines g

sion [None

[ Filenarne fieldname

Limit g

Be lenient when parsing dates?
The date format Locale | es PE

Result filenames.

Add filenamesto result

ok [ preewrows ][ concel

Figura 3.13. 4 Configuracion del contenido de la fuente de datos.

Fuente: PROPIO.

e En la pestafia Fields mediante el boton Get fields extraemos los
campos de nuestras fuentes de datos: AmigosFacebook,
AmigosTrabajos, AmigosEstudios. Como se muestra en la
Figura 3.13.5, Figura 3.13.6 y Figura 3.13.7.
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Text ileinput
P

File  Content (Error Handling (Fiters (Fieds ™. Adcitionsl output felds |

Step e

#
1
2
3
4
5
6
7
8
9

Name
Bjidusu
nomusu

apeusu

username:

genusu
fdnusu
maiusu
ciunat
linkus
polusu
fraus
relusu
tipo
pagweb

Type
String
String
String
String
String
Integer
Date
String
String
String
String
String
String
String

Format

2

yyyy/MM/dd Hiemm:ss. 555

Position

Length  Precision  Cumrency  Decimal  Group

Queuuoouooyeone ey

Null if

) oo

Cancel

Default

Trim type
none
none
none
none
none
none
none
none
none
none
none
none
none
none

Repeat

zzzzzzzzzzzzzz

Figura 3.13. 5 Contenido de los atributos de la fuente de datos AmigosFacebook.

Fuente: PROPIO.

[ Text file input

File [Content Error Handing [Fitters (Fields™._Additional output fields

Step e

|| = BE

Name
isgidusu
emptra
puetra
fecini
fecfin

Type
Integ

er

String
String
String

Date

Format Postion  Length  Precsion  Cumency  Decimal  Group  Nullif  Defau
£ 15 S/

8 s

bl s

7 s
yyy-MM-dd s

Get Fields
ok ][ previewrows |[ cancel

it

Timtype  Repeat
none N
none N
none N
none N
none N

Figura 3.13. 6 Contenido de los atributos de la fuente de datos AmigosTrabajos.

Fuente: PROPIO.

& Text file input

File Content | Eror Handling [Fitters Fields ™. Additional output felds |

St e

o uewe e

Name
igidusu
tipest
nomest
aniest
conest
graest

Type

Integer

String
String
String
String
String

Format
2

Position

Length
15
15
62

Precision

Cumency  Decimal  Grop  Mulif  Default
s/
s
s/
s/
s
s/
Gt Fields
oK |[ previewrows || cancl

Trim type

none

none

none

none

none

none

Repeat

zzz=zzz=

Figura 3.13. 7 Contenido de los atributos de la fuente de datos AmigosEstudios.

Fuente: PROPIO.

Publicacion

n fines académicos e investigativos



TESIS UCSM

e Mediante el boton Previous rows podemos visualizar el
contenido de las fuentes de datos: AmigosFacebook,
AmigosTrabajos y AmigosEstudios. Como se muestra en la
Figura 3.13.8, Figura 3.13.9 y Figura 3.13.10

© Framion pree ot . = T = &

Reswes of step: AmmigosFacekack (1000 rows]

5 ejdusu et speusu i gevwau  fdn. msusu ciunet ks polesu =
1 prtae Ivam Pivrre Walencin Gomes jean.alencia M q chicage et s sbeok com/paan valeeia
2 105301467 Padro Bricena phacenals M antibes Bt s Facabock com/phacenal §
3 SR JosAntenio Cordova Terres wendelicia M H Arsquigs  bepdiwwnfacebock.com wendelicita
4 SUESIE  DewiMica Cana Tormes P — F 6 Lims Batpel i faceh k. com/ demimiaa canstorres
5 UMM Bete Gallegos betton M [ mescodl bl /wwwfacebock.com/bettox
6 SHNBIN  Migue Ramos Superbos M 7 hrequips  bipchiwwwfacebock com/Superbes
) SOLMEES0  Jooe Miguel Chogque josemiguel.choque M ] Lima it www fac ook com/josemiguel.choque.
] SU309A00  Jonsthan Canega Frameo |onathan canepatrance 1] [ ALrequps P i}
9 SMOEMI Giegie Contrens gangio.contrens 3 M n Arequpa Bt faceack comigangio.contrens 3
0 SMTHASL Jesus De Sauza Castre s castre 8 ) Arequpa tpfwwn fatekeak comjer. d costro 58
n S04 Femands Lex Pirda zhelesp 1] u Arequps Bt e s ekesch comichinsloep
2 SUTMEASE e Gutiernes oo Siutierees Marmsan 1] 2 Arequpa e 7 "
13 SIAASE Al Tabdi eniagrantania F ] Arequipa Beapsfwwen facebeck comjmiagemitania
u SOMDGLIA Blathal Pz Dol Catille ruthalipa: F Arequipa e Facebeck com/nathalips:
1% SI0MOME  Gisnie migpans Garite F 7 Lima et s sbeok com) giasine
16 SI0E1E10 Fermando Talrewes Sotille. fermandea tiotillc M 1 Lima g s e sbeck com fermande tuotille
17 SIOMTSE Andres aldnia sndriwpls F 12 Arequips Berpsfwwan Facabock comiandranplS
B SMEET Gdga Femandis dgirfemandess M 3 Arequs
1 SR Ralel Figueros safael Siguerna 5612 M 1 Areqips  bepfwwndacebock.com)
B SETENM JuinCadks Mezs jusncadas.measc M 2 Arequps  Bepetiwwwfaceback.com
2 SITMAOTS  Alsandro Renzo Vere Laure alejandro.veralaura M 1 hrequips  bepchiwww facebock com/akandro veralaurs
n TS Canto Owien canto.owen L un pciaonvlie etpe s facetock com/canto.owen
Fil S1E353011 Jube Baul Babasila Caideron |pabasillacaideron M 10 Arequpa et v faceack com/obasilscaldenn
E MG Carles Enrique Gutiemez Memens srakehs M [} Arequpa tp Fwwn fa ek com) drakegks
-1 SHATAIE  Fewaa Zegama Billyley F 9 Aregqups Bitp e fscekesck comBely Zeg
% 5209549 Mdegres i A d F 0 Arequps e
a savrna Soma Ekzabeth Casbille Barmeni. eelld F & Arequpa Bt e facebeck com/weell 3
E SHA3G3 Ceodia Baperanca Zea Pintes creup F 1 Arequipa B fwwen facebesk com/secitp
F SHe6MEIA Helen lulette Flores SulRIL F facwbeck com/SlRILL
M sEmn s i . " franuin el e i sane

Figura 3.13. 8 Visualizacion de atributos de la fuente AmigosFacebook.

Fuente: PROPIO.

@ Bt preview s T e - C— Tl |
R of step: AenigosTrabajos (160 rows)
H [N p—— pusta feeni fehn -
1 20U Depaul Usrversity Sefeware Engineer 200808401 2006-09-01
2 2MN5HT  Bance de Credis BCP Seftmare Engnes: 2003-06-01 2005-12-00
3 SMTIMSL  Grope Comet s integeating pecple with technalegy 2010641 0410900 =
4 SOTTEIS06  KeegerTech SA Seftmare Develiper U074 20021
5 SOTTGE506  Microdata Programmer Tesista 2000-07-00  2011-08-01
L] SOTTGS08  Bance de Credibe BOP Practicante 2000-00-400  2020-03-01
N DS lobat Systres Coonating - roam  mmna
3 SIESTEETE  MINSLE S 2000-08-00 00-03-00
9 SIEETEETE  teniflusdes s H008-1241 2009031
10 SMIELTH  FONDISURCO 0101201 201112401
n SJUELTH  Snack drve mn Bl tache Mesen 2007 -04-00
n SMENMD  Geogle Summer of Code 110 Student developer for Ubunty 2010-05-0 2010-08-01
13 SMENM)  Haikuloge Irterm 20000301 200800701
i SMBUMY  Ryero Compaeation Seftmare Develiper 2071041 20071340
15 SMSMEML  Universided Catolica San Pable Lecturer 00201401 2003-01-01
% 3002343 Gobieme Regienal de Arequips Sysems Analyst 20000941 2010-04-00
” S3007343  grupo inca Syshems Analyst 20080500 20080701
] SOOI Walmant Store Inc Recerser Aocciate flectrodomenticn 20070300 20070401
» HKOIH] OCR Cornprter Optratior 070241 2007-M4-H
n SM002M3  Weber International Company Machine Opesator 0070201 2007-04-01
a SIS BatenaPercusion (Musico) 200301400 2020-00-01
n NS muscs Bayrita 2001 0800 2003-01-01
il SETITMAT  Franky and Racky S0 Asubets Programade: 20000801 20010601
i STITMET  EDDASELRL. Anabsts Prograsnador 2000-10401 2000091
B SE5T04350  Bance de Credito BCP 20050601 2012-03-01
» S6A435660  Rotary Youth Exchange Program (YER) 15907401 20000700
a ST Date Bulneds sac Sysbems Analyit 2009-07-0 211240
m AN i i e el 20000801 20001000
= STSEOLIME  HOCHSC) -0 L TECHNCLOGY (IT) 008-1241  000-03-
0 STSROLIS  HOCHSCHILD MINING PLC-COMPANLS MINERA ARES .. AMALISTA SISTEMA DE INFORMACIoN GEOGRAFICO-IVALUACION RECURSOS MINERAL...  2007-04-01  2008-12-01 4
Clase. Show Leg

Figura 3.13. 9 Visualizacidn de atributos de la fuente AmigosTrabajos.

Fuente: PROPIO.
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DE SANTA MARIA

) Examsine preview data T - - e =)
Fvws ef step: Amigostshudios (1000 rews)

B jidusu tpest nomest et cones graest
1 0USHT  ighSchool  Celegio De L Sale Arequips

2 WOUSAT Colkge  Univeridad Catolice de Samta Maris Ingeniers de Satemas

3 225287 College Unnveriadad Catohes de Santa Mans

‘ LOURT Colege  DePaul Univessty ] Saftmare Engineering Froject Management
5 SMUTEHD Colge  Universidsd Catolice de Sants Maris Ingeniers de Satemas

§ SIS High School  Santa Lisula Arequiga 1097

7 W66 Colege  Usmenidad Catobea de Sants Maria Ingenens de Satemas

8 SIEH6 Colige  Universidsd Catolics de Sants Mars

9 SN College

1 S2MEH0  igh Schosl

u 5020850 Colkge WM Ingeniers de Satemes

2 SON00  High Sehool

13 SOAEN  College o Ingemiena de Smbeman.

u SONGNIS Coluge  Univemsidad Catolics de Santa Maris

15 SMTIMSL Colkge  Univemidad Catolice de Sants Maris e

16 SOTTES0E  Hagh School  Celoge Clasehans F

n W76 Colege  Univenidad Catolics de Santa Maria Ingeniera de Satemas

" SI0I9045  High School  Eaet Vb High School s

) SIOI0MS Colege  Universidad Catolica de Santa Muria

» SLNEIGL0 High Schoul  Colegiu Peruana Aleman Max Ule ma

a SINEIEL0 High School M Uil

2 SINBEL0 High School 7236 Max Uble 20

u SLNEIG0 Colege  Unmemidad Catolea de Sants Maria D5 genieria de Satemas g
u SINGIEL0 Colbge  Universidsd Catolics de Sants Maris s

) SI80MTS0  High School  Celegio Pervane Aleman Max Usle o

% S180047H  College Unnveriacdad Catohes de Sants Mans i Inge de Seiterma

7 S4NTT Coluge  Universidad Catolics de Santa Maris MO Ingeniers de Satemat

n ST Colkge  Univemidad Catolice de Sants Maris

=2 14968722 High School  La Salle 198

E] SIOTI2 Colege  Unwenidad Catolba de Sants Maria 199 Iogeniena de Satemas

Close |5 Leg

Figura 3.13. 10 Visualizacion de atributos de la fuente AmigosEstudios.

Fuente: PROPIO.

Transformacion: En esta parte del proceso nos encargamos de
convertir los datos inconsistentes en un conjunto de datos
compatibles y congruentes, para que puedan ser cargados en
una nueva fuente de datos de salida. Estas acciones se llevan a
cabo, debido a que pueden existir diferentes fuentes de
informacion, y es vital conciliar un formato y forma Unica,
definiendo estandares, para que todos los datos que ingresaran
a la nueva fuente de datos, como se muestra en la Figura 3.14.

off, on ————
1,0 ——

Ijil-j!_ﬂm
Y

Figura 3. 14 Estandarizacion de datos.

Fuente: PROPIO.

Los casos en los que se realizara integracion, son los siguientes:
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Fuentes maltiples: El Pentaho nos permite elegir diferentes
fuentes. En este caso, se debe elegir aquella fuente que se
considere mas fiable y apropiada para nuestro caso nuestras

fuentes se encuentra con la extensién TXT:

v" AmigosFacebook.txt
v AmigosEstudios.txt
v AmigosTrabajos.txt

En la Transformacion elegimos los campos a integrar
discriminado los datos irrelevantes a nuestro objetivo de
segmentacion. Las fuentes de datos de las cuales disponemos
son 3 con extension TXT con sus respectivos campos que se
muestra en la Tabla 3.1, Tabla 3.2 y Tabla 3.3 de los cuales

elegiremos para nuestro propasito los siguientes campos:

v" AmigosFacebook: idusu, nomusu, apeusu, ciuact.
v' AmigosEstudios: idusu, nomest, aniest, conest, graest

v" AmigosTrabajos: idusu, emptra, puetra, fecini, fecfin
PASO 1.- Primera Transformacion.
En esta transformacion extraemos los datos especificos que

vamos a necesitar en el desarrollo del proyecto. La estructura

de la primera transformacion se muestra en la Figura 3.15.
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) Spoon - EGREPPIS

File Edit View Action Tools Help

EEEL)E]

T3 View™._/ Design|

2 Welcomel (3¢ C\Users\CRISTHANDocument

(¥ EGREPPISTILS

Perspective: [ Data Integration | M) Model 7] Visualize
$¢CUsers\CRISTHANDocument &2 . 3% EGREPPIST

Explorer

PIHERYF PBLIE 5 100%

|5 Transformations|
4 3% CA\Users\CRISTHIAN\Documents\TESIS\BD NOF\EGREPPIS.ktr : EGREPPIS
[ Database connections
4 2 Steps

&) AETemp Y b
8 E =
) ATTemp AmigosFacebook AFTemp
& AmigosEstudios
Ar ook
(@ Bloques AETemp E; %
 Blogues ATTemp AmigosTrabajos  Bloquea ATTemp ATTemp

4 5 Hops
- AmigosFacebook --> AFTemp (enabled) . _
»- AmigosEstudios --> Bloques AETemp (enabled) @ @ @
- Bloques AETemp --> AETemp (enabled) ) ) =
> AmigosTrabajos --> Bloquea ATTemp (enabled) AmigosEstudos BloqueaAETemp AETemp

- Blogues ATTemp --> ATTemp (enabled)

{59 Partition schemas

5 Slave server

{59 Kettle cluster schemas.

Figura 3. 15 Estructura de Primera Transformacion

Fuente: PROPIO.

e Configuracion de la pestafia File donde especificamos los
nombres en Step name: AFTemp, ATTemp y AETemp que son
fuentes de datos temporales.

e Indicamos la direccion donde se guardara la salida con los
datos, mediante el botdon Browse. Las direcciones de salidas

C:\ppis\AFTemp,  C:\ppis\ATTemp,

C:\ppis\AETemp. Como se muestra en la Figura 3.15.1, Figura

3.15.2 y Figura 3.15.3

temporales  seréan:

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

P
& Text file output =] &

Step name
File™._Content| Fields|

Faaoams [ CrpppmentdFiem * (B

Run this as command instead? [[]

Pass output to senvlet [

Create Parent folder []

Do not create file at start [*]

Accept file name from field? [7]
File narne field | -l@

Extension g &

Include stepnr in filename? [C]

Include partition nr in filename? [
Include date in filename? [[]
Include time in filename? []
Specify Date time format [*]

Date time formatl B

Show filename(s)...

Add filenames to result

Figura 3.15. 1 Configuracion de la fuente temporal AFTemp.
Fuente: PROPIO.

E Text file output b= =

Step name
File Contena FIE|dq

Filename  C:\ppis\prueba\ATTemp @

Run this as command instead? [

Pass output to servlet [

Create Parent folder [

Do not create file at start

Accept file name from field? []
File name field ‘ -I@

Extension gt @

Include stepnr in filename? [
Include partition nr in filename? [
Include date in filename? []
Include time in filename? [7]
Specify Date time format [

Date time format‘ -

Show filename(s)...

Add filenames to result

Figura 3.15. 2 Configuracion de la fuente temporal ATTemp.
Fuente: PROPIO.
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~
5 Text file output =] & g
Step name

Filename  C\ppis\prueba‘\AETemp A4

Run this as command instead? []

Pass output to serviet [

Create Parent folder [7]

Do not create file at start []

Accept file name from field? [C]
File narne field ~[®

File™ Content| Fields|

Extension  xt L 3
Include stepnr in filename? [7]
Include partition nr in filename? [
Include date in filename? [
Include time in filename? [7]
Specify Date time format [
Date tirme format =
Show filename(s)...
Add filenames to result

Figura 3.15. 3 Configuracion de la fuente temporal AETemp.
Fuente: PROPIO.

e En la pestafia Content configuramos los siguientes datos de la

siguiente manera:

» Separator: cambiamos el simbolo de separacion
predeterminado (;) por (,).
» Enclousure: conservamos el simbolo que indica

espacios en blanco el cual es (7).

Estas son las principales caracteristicas que se deben tomar en
cuenta para esta configuracion. Ya que los demés datos son jalados
por defecto segun las caracteristicas de la fuente de datos. Como se
muestra en la Figura 3.14.4. Este paso es repetitivo en las tres

fuentes de datos extraidas para el proyecto.
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. .
B Text ile output o ) |
Step name

File (Content ™. Fields|

Append [7]
Separator | @ [Insert TAB
Enclosure &

Force the en

Format | CR+LF terminated (Windows, DOS) 2
Compressien | None -
Encoding B

Right pad fields [
Fast data dump (no formatting) [
Split every ... rows

Add Ending line of file

==

Figura 3.15. 4 Configuracion del contenido de la fuente de datos.

Fuente: PROPIO.

e En la pestaia Fields mediante el boton Get fields extraemos los
campos especificos de nuestras fuentes de datos originales.
Como se muestra en la Figura 3.15.5, Figura 3.15.6 y Figura
3.15.7

r N
5 Text file output [E=SREEE >
Step name
File [ Content (Fields ™
" | Name Type Format Length  Precision Cumency  Decimal  Group  TrimType  Mull
1 Tozidusu String both
2 nomusu String bath
3 apeusu String both
4 ciunat String both
4| ([} |

| GetFields || Minimal widih |

Figura 3.15. 5 Contenido de los atributos de la fuente temporal AFTemp.

Fuente: PROPIO.
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r Yy
5 Text file output o D [
Step name
F\\E(Contant Fields ..
& MName Type Format Length Precision Currency Decimal Group Trim Type Null
1 i idusu String both
2 emptra String both
3 puetra String bath
4 fecini Date both
5 fecfin Date both
[ GetFields || Minimalwidih |

Figura 3.15. 6 Contenido de los atributos de la fuente temporal AT Temp.
Fuente: PROPIO.

. B
5 Text file output =R
Step name
File fContent Fields ..
27 Name Type Format Length  Precision Currency  Decimal  Group  Trim Type  hull
i igidusu String both
2 tipest String both
3 nomest String both
4 aniest String both
5 conest String both
6 graest String both
[ GetFields || Minimalwidth |

Figura 3.15. 7 Contenido de los atributos de la fuente temporal AETemp

Fuente: PROPIO.

e Enlaestructurade la primera transformacion podemos apreciar
gue encontramos un paso de bloqueo, el cual nos permite
detener la ejecucion del proceso mientras no se hayan
terminado de ejecutar los pasos anteriores. Esto lo podemos

visualizar en la Figura 3.15.8
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-
@ Spoon - EGREPPIS (changed) . L - e [P |
File Edit View Action Tools Help
=] & Perspective: [ [ Data Integration | (8] Model [ Visualize

@Wew> Va De;ign] 2 Welcome! 2% BGREPPIS o2 . 3¢ EGREPFIST ]:: EGRESADOSPPISMySQL )
Explorer Pl ERYF BEBEE B ww -

= Transformations -
i ¥ EGREPPIS
(=) Database conr ) Block until steps finish |ﬁl
[ Steps
25 Hops I] !] Step name  Bloquea ATTemp
[0 Partition scher ~ A Watch the following steps
5 Slave server AmigosFacebock AFTemp =
[ Kettle cluster s # Step name Copy Nr =
1 AFTemp 0
L, [ ™
E O 2
AmigosTrabajos Bloguea ATTemp ATTemp I Ok I I Setsteps I I Cancel
L L
AmigosEstudios Bloguea AETemp AETemp

Figura 3.15. 8 Bloqueo de ejecucion de procesos.

Fuente: PROPIO.

e PASO 2.- Segunda Transformacion: En el proceso de la
segunda transformacion procedemos a eliminar los campos
vacios, filtrar los datos, separacion de campos de las fuentes de
datos como se muestra en la siguiente transformacién de datos
Figura 3.16. Para el proceso de filtrado obtenemos los datos de
las fuentes de datos temporales AFTemp, ATTemp y AETemp.

© spoon EoREPPISL W h en S 0 NN
File Edit View Action Tools Help

B & E @l

Ty W # Design| 3 Welcome! [ %% EGREPPIS (3% EGREPPIST 3 3% EGRESADOSPPISMySQL |

o e (P ER¥F BPeSE@ 5 1005 -

a |5 Transformations |

Filtro Carrera

Bloguear PostGrado

Dummy (do nothing) 4
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Figura 3. 16 Estructura de la segunda Transformacién.

Fuente: PROPIO.

e Filtro Ciudad Actual: La configuracién esta dada de la
siguiente manera
Step name: Filtro Ciudad Actual.
Send 'true’ data to step: Ciudad Actual.
Send 'false’ data to step: Dumny(do nothing).
The condition: Ciudadactual IS NOT NULL, esta condicion
nos permite almacenar en la nueva fuente datos no nulos. Como

se muestra en la Figura 3.16.1.

I o ™~
T Filter rows Elﬂlﬂ

S LET il ro Ciudad Actuall

Send 'true' data to step: | Ciudad Actual -
Send ‘false’ data to step: | Dummy (do nothing) -
| The condition:

| £

Ciudadictual IS NOT HULL

Figura 3.16. 1 Filtro Ciudad Actual.

Fuente: PROPIO.
e Filtro Estado Laboral: La configuracion del Filtro Estado

Laboral es el siguiente.

Step name: Filtro Estado Laboral.

Send 'true’ data to step: Estado Laboral.

Send 'false’ data to step: Dumny(do nothing)2.

The condition: Empleador IS NOT NULL AND Cargo IS NOT
NULL, esta condicién nos permite almacenar en la nueva

fuente datos no nulos. Como se muestra en la Figura 3.16.2.
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r - )
¥ Fifter rows SRR
Step name

Send 'true’ data to step: | Estado Laboral -

Send 'false' data to | Dummy (do nothing) 2 -

The condition:
Enpleador IS HOT HULL
AND

Cargo IS HOT HULL

[ ok ][ cencel |

Figura 3.16. 2 Filtro Estado Laboral.
Fuente: PROPIO.

e Filtro Especialidad: La configuracion del Filtro Especialidad es
el siguiente.
Step name: Filtro Especialidad.
Send 'true’ data to step: Especialidad.
Send 'false’ data to step: Dumny(do nothing)3.
The condition: Nivel = [College] AND Nombre IS NOT NULL
AND Carrera IS NOT NULL AND Especialidad IS NOT
NULL, esta condicién nos permite almacenar en la nueva
fuente el nombre del campo College y los campos Nombre,
Carrera y Especialidad no nulos. Como se muestra en la Figura

3.16.3.
i ¥ Filter rows LI—M: = )

Step name | Filtro Especialidad

Send 'true’ data to step: | Especialidad i
Send 'false' data to step: Dummy (do nothing) 3 -
The condition

— Be

Hiwvel = [College]
AND
Hombre IS HOT HULL
AND

Carrera IS HOT HULL
AND Especialidad IS HOT HULL

Figura 3.16. 3 Filtro Especialidad.
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Fuente: PROPIO.

e Filtro Carrera: La configuracion del Filtro Carrera es el
siguiente.
Step name: Filtro Carrera.
Send 'true’ data to step: Carrera.
Send 'false’ data to step: Dumny(do nothing)4.
The condition: Nivel = [College] AND Nombre ISNOT NULL
AND Carrera IS NOT NULL, esta condicion nos permite
almacenar en la nueva fuente el nombre del campo College y
los campos Nombre, Carrera no nulos. Como se muestra en la

Figura 3.16.4.
- Y
% Filter rows E@g
Step name | Filtro Carrera
Send ‘true’ data to step: | Carrera ¥
Send 'false’ data to step: | Dummy (do nothing]) 4 -
The condition:
Hivel = [College]
AND
{
Hombre IS HOT HULL
AND Carrera IS HOT HULL
!

Figura 3.16. 4 Filtro Carrera.
Fuente: PROPIO.
e Dummy(Do nothing): La funcion de Dummy permite recibir

del filtro los errores de las fuentes y no se realice ninguna

accion . Ver Figura 3.16.5.

[
& Dummy

Step name | Dummy (de nothing)

| oK H Cancel |

Figura 3.16. 5 Dummy
Fuente: PROPIO.

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

e Text file Output: EI Text file Output para este proceso de
trasformacion esta constituido por las siguientes salidas de
datos: Estado Laboral, Ciudad Actual, Especialidad y Carrera.
Como en pasos anteriores mostramos la configuracion de las
pestafas.

v' File con los siguientes datos:
Step name: Nombre de la fuente de salida. Ver figura 3.16.6.
Filename: La direccion donde se almacena la nueva fuente.
v' Content: Separator: (,) y Enclousure: (). Ver figura 3.16.7.
v’ Fields: Get fields para obtener los campos y Minimal width
para indicar los tipos de datos minimos. Ver figura 3.16.8.

B Totfieoupir ) L I - P B~
Stepname  Estado Laboral

File™. Content| Fields|
Filename - C:\ppis\prueba)\EstadoLeboral @

Show filename(sh.

Addflenames to resut

Figura 3.16. 6 Configuracidn de file de Text file Output.
Fuente: PROPIO.

(&1 Text file cutput - - L T e [
Step name | Ciudad Actual|
File ‘Content ~_Fields|
Append [
Enclosure -~ &
Force the enclesure around fields? [ ]
Disable the enclosure fix? [7] I
Header

Footer []
Format | CR+LF termina ted (Windows, DOS)
Compression MNone =
Encoeding
Right pad fields []
Fast data dump (no formatting) []
Split eve: rows g

Add Ending line of file

Sones
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Figura 3.16. 7 Configuracion de Content de Text file Output.
Fuente: PROPIO.

B Text file output - - L . | — (=] & [

File [Content (Fialds ™

F Name Type Format Length  Precision Currency  Decimal  Group  Trim Type  Mull
1 CiudadActual  String both

[ GetFielas || Minimalwiath |

Figura 3.16. 8 Configuracién de Fields de Text file Output.

Fuente: PROPIO.
PASO 3.- Tercera Transformacion: En el proceso de la

tercera transformacion procedemos indicamos las salidas de
datos en MySQL y Excel como se muestra en la Figura 3.17.
La transformacion de datos se realizan de las fuentes de datos

Temporales: AFTemp, ATTemp y AETemp.

© Spoon - EGRESADOSPRISMySQLchanged) (.« WL 0 e

File Edit View Action Tools Help

El=EELCE

i View(, Desgn. ||CgWelomel [3{ EGREPPIS [ EGREPPISI |54 EGRESADOSPPISMySGL i1
Steps WE (PHER¥F BHLHE 5 w0 -

5 Hadoop
5 Input
5 Output
= Transform
5 Utility
£ Flow AFTeme
¥ roort
“ Append streams
I Block this step until steps fini
() Blocking Step
@ Detect empty stream
{# Dummy (do nothing)
[ ETL Metadata Injection
U Filter rows

Ciudad Actual MySQL

Ciudad Actual Excel

Boguear Estado Laboral Estado Laboral MySQL

L Single Threader Bloguear Estado Laboral Excel Estado Laboral Excel

= Bulk loading Bloquear Excel ialidad Excel

(£ Experimental i
[ Deprecated

« I b

Figura 3. 17 Salida de fuentes MySQL y Excel.

Fuente: PROPIO.
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e Creamos bloqueos para completar la salida de datos en las

fuentes cuando estas sean cargadas.

e La salida de datos para MySQL se configura de la siguiente
manera. Ver Figura 3.17.1.
Step name: Nombre de la tabla de salida.
Connection: aqui se realiza la conexion con la base de datos.
Target schema: Aqui va el esquema destino.
Target table: aqui va el esquema de la tabla.
Specify database fields: check on

o "
j| Table output (ERE=R>)
P
Step name | Ciudad Actual MySQL

Connection | egresadosppis 2

Target schema  egresadosppis kS

Tergettable CiudadActual @

Commit size 1000 @

Truncate table []
Tgnare insert ervors
Specify database fields
Main options ™. Database fields |

Partition data over tables [
Partitioning field - @

Partition data per month @
Partition dats per day
Use batch update for inserts
Is the name of the table defined in a field? [
Field that contains name of table: -
Store the tablename field

Return auto-generated key [
Mame of auto-generated key field @

[ ok ][ concel |[ sa |

Figura 3.17. 1 Configuracion Table Output.

Fuente: PROPIO.

e Antes de hacer la conexién para la salida de la nueva fuente
creamos una Base de Datos en MySQL llamada:

egresadosppis. Ver Figura 3.17.2
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i | C:\Program Files (x86)\MySQLN

Enter passuopd: oeex

elcome to the MySQL monitor. Commands end with ; or \g.

Your MySQL connection id is 8

Server version: 5.8.87-community-nt MySQL Community Edition {(GPL>

Type ‘help;’ or *“h' for help. Type ‘“c’ to clear the current input statement.

nysgl> create database egresadosppis;
Query 0K, 1 row affected (B.88 sec)

nysql> use egresadosppis;
Database changed
nysgl>

Figura 3.17. 2 Creacion de Base de Datos egresadosppis.

Fuente: PROPIO.

e Configuracion de la conexion con la base de datos. Ver Figura
3.17.3.
Connection Name: egresadosppis, es el nombre de la conexion.
Connection Type: MySQL, aqui se elije la base de datos en la
que se cargaran los datos.
Access: Native(JDBC)
Hots Name: Localhost
Database Name: egresadosppis
Port Number: 3306
User Name: root

Password: root
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-
[l Database Connection - - [
Advanced Connection Name:
Options
Pooling egresadosppis
Clustering Connection Type: Settings
el
Meoview localhost &
Met
Omsza Database Name:
Qracle RDB egresadosppis hd
Palo MOLAP Server
PostgreSQL Port Number:
Remedy Action Request System 3306 $
l SAP ERP System
SQLite | UserMame:
Sybase root &
SybaselQ
Teradata =|| Password:
UniVerse database o 3
Vertica
dBase I, IV or 5 iy [#] Use Result Streaming Cursor
Access:
Native JDBC)
ODBC
l INDI
Test HFeature List H Explore
-

Figura 3.17. 3 Configuracion de la conexion con la Base de
Datos.

Fuente: PROPIO.

e Test de conexion con la base de datos. Nos indica si se realiz
con éxito la conexidn si existe la base de datos como los

campos de las fuentes. Como se muestra en la Figura 3.17.4.

- B
0 Database Connection Test M
@ Connection to database [egresadosppis] is OK.
¥ Hostname  : localhost
Port 1 3306

Database name : egresadosppis

Figura 3.17. 4 Test de Conexion.

Fuente: PROPIO.

e Database Fields. Aqui mostramos los campos de la fuente con
el botdn Get Fields. Como se muestra en la Figura 3.17.5.
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&l Table output (= =] =% ]}

Step name  Cjudad Actual MySQL

Connection | egresadosppis <
Target schema  egresadosppis &
Targettable CiudadActual &

Commitsize 1000 %

Truncate table [7]
Ignare insert errors
Specify database fields
Main options | Database fields

Fields to insert:

% Tablefield  Stream field Get fields
D D T

Nembres Nombres
Apellidos Apellidos
CiudadA...  CiudadAct...

Bow o e

[ ok || Cancel |[ s |

Figura 3.17. 5 Muestra de campos de las fuentes.

Fuente: PROPIO.

e Simple SQL Editor. Aqui nos genera la estructura de la tabla
de la fuente de datos, este editor nos permite modificar la
estructura en caso ser necesario. Como se muestra en la Figura
3.17.6.

(@ simple SQL editor SN

SOL statements, separated by semicolon '}
|CREATE TABLE egresadosppis.Ciudadictual N

ID VARCHAR(1G)
. Hombres VARCHAR(40)
. Apellidos VARCHAR({40)
. Ciudaddctual VARCHAR(3OD)
)

€ »

Line1 column(

[ Execute ” Clear cache H Close I

Figura 3.17. 6 Simple SQLEditor.

Fuente: PROPIO.
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e Results of the SQL statements. Aqui se muestra la estructura
de la tabla a crearse en la base de datos en MySQL. Como se

muestra en la Figura 3.17.7.

.
O Results of the SQL statements

The 5QL statements had the following results

SOL executed: CREATE TABLE egresadosppis.Ciudaddctual
{
ID VARCHAR({1G)
. Hombres VARCHAR(40)
. Apellidos WARCHAR(40)
. CiudadActual VARCHAR(3O)

1 SOL statements executed

Figura 3.17.7 Results of the SQL statements.

Fuente: PROPIO.

e Para la configuracién de salida de datos en el formato Excel.
Step name: Estado Laboral Excel.
Filename: C:\ppis\EstadoLaboral.xls
Extension: .xls.
Como se muestra en la Figura 3.17.8.

.,
B Microsoft Excel output E‘Elg

Step name  Estado Laboral Excel

File Contenﬂ (ustonﬂ Fleldﬂ

Filename  C:\ppis\EstadoLaboralExcelxls A4

Create Parent folder []
Do not create file at start []
Extension | &

Include stepnr in filename? [

Include date in filename? [7]

Include time in filename? []

Specify Date time format [Z]
Date tirme format -

Show filenamels)...

Add filenames to result

Figura 3.17. 8 Ruta de almacenamiento Excel.

Fuente: PROPIO.
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e Visualizacion de los datos de la fuente con el botdn Get Fields,
permite ver si los datos fueron configurados correctamente.

Como se muestra en la Figura 3.17.9.

- .
B Microsoft Excel output =l B

Step name  CiudadActual

File [ Content | Custom [Fields

E3 Name Type Format

il String
Nombres String

Apellidos String
CiudadActual  String

RN

[ GetFields || Minimal widtn |

Figura 3.17. 9 Get Fields.
Fuente: PROPIO.

e Carga: En esta etapa del proceso se genera una nueva fuente
con los datos integrados de las fuentes de datos iniciales. Se
debe tener en cuenta, que los datos antes de moverse al almacén
de datos, deben ser analizados con el propoésito de asegurar su
calidad, ya que este es un factor clave, que no debe dejarse de
lado. Las fuentes de salida producto del ETL en tres formatos
(Excel, MySQL y CSV).

e Una vez terminado el disefio y la estructura con sus respectivas
configuraciones de datos, procedemos a ejecutar la
transformacion(icono verde de reproduccién) y le damos clic

en Launch, como se muestra en la Figura 3.18
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@ Lecal execution Exrcute remutely Erreute ¢

Detaity
Enable sale mode
¥ Clear the log befeee cancution
| Leglevel Baiee: loggesy
1| Replay date [y MM dd Metmeess)
Panmeters Varables
& Panmeter Vabe  Defauktvahoe & Varisble Value
1 1 IntemalJob Filename Dvectory  Parent Job File Directory
2 Intemal.Job Filename Mame: Parent lob Filename
I intemaliobName ParenitJob Hame
4 Intemal. posiony. .. Parent posiony Direct...

=)

Figura 3. 18 Ejecucion de la Transformacion.

Fuente: PROPIO.

e Después de la ejecucion de transformacion, se extraen los datos
de las fuentes y se crean las salidas de datos detallando en la
parte inferior de la Figura 3.18.1 y Figura 3.18.2 . La
descripcion de los procesos como datos de extraidos, salida de
datos y procesos intermedios.

Hipon 05 e 4.+ WS .. - e |
He bse Ve Acoon Trow Mep

LR Pungectv [ s B | M [ Vot
TV Deogn g Ve (SPEBRERMET ™, 3¢ CREPPHY 3 EOACSADOSPPISMSOL

Explana e (PUERYY RHLE 8 wmn

20 Translermatien
o 3 LG

3 Dutabase connechions
2 e =Y
5 Hom I
1 Patdon whemn AemagaF scebock Ear)
D Seveserver
0 Vet chater schemas
~—&
Ao Trabmon Blogues ATTarg: ATTeme
——
sz B Ty -
Executon Hesslty oW
4 Fawcation Hitory | Logepng (1 g MARSei (2 Pardormance Gaph
£
2 ferprame Copyee  Rand Wt frput Oupet  Updsted G feon Actiw Time  Speedlt) inpeticutpu
1 e 00 W W J 1 [ D Feshed O 1
2 ATemp LI 1008 L 108 L] L} 0 Frohed o (3.
i Sengonfitudes. L] w un L] 1 L [T b pH
t Heger ATemp bowm own ' ] [ 0 Fenhed Oy 0
5 Mg ¢ mm ouwm b nm ] ] b Feshed Dy s
6 AmgeaTisbaion U T I ' ’ 1 [} D Fenhed Ol 1
1 Hegues ATTemg LR R T | ’ ] [ 0 Fshed 03 "
B ATl P oW W 0 W ] [] D Fenhed 0B ]

Figura 3.18. 1 Resultados de la primera transformacion.
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Fuente: PROPIO.

© spoon-Eorerrist | I G L e S TEENEREED L. . WS |

File Edit View Action Tools Help

i =] pe
[ = ||e e AEERREPPIST . i

£y View (7 Design @ Welcome! 3% EGREPPIS (X EGREPPIST o2 3% EGRESADOSPPISMySQL

steps BO (PHER¥F RBIE w0 -

| £ Hadoop =
3 Input B
| £ Output
(=3 Transform
| B3 Utility
5 Flow
W Abort
~ Append streams
(D Block this step until steps fini
D Blocking Step
% Detect empty stream
& Dummy (do nothing)
[ ETL Metadata Injection
I Filter rows
. Identify last row in a stream
% Java Filter
e Prioritize streams
Iy Single Threader
24 Switch / Case
() Scripting
| & Lookup
5 Joins
| £ Data Warehouse
3 Validation
| 5 Statistics

m

Bloquear Especialidad

= Mapping
| £ Bulk loading
3 Inline

| £ Experimental I

Bloguear PostGrado Filtro Carrera o

€

| Execution Results
(3 Exccution History [ I Logging (#¥ Step Metrics (=] Performance Graph|

£
# | Stepname Copynr  Read Written Input OQutput Updated  Rejected  Emors Active Time  Speed (i/s) input/output
1 AFTemp 0 0 1008 1009 0 1 0 0 Finished 00s 32548 -
2 Filtre Ciudad Actual 0 1008 1008 0 0 0 0 0 Finished 00s 25846
3 Ciudad Actual 0 807 807 0 808 0 0 0 Finished 00s 17.191
4 Dummy (do nething) 0 201 201 0 0 0 0 0 Finished 00s 4370
5 ATTemp 0 0 160 161 0 2] 0 0 Finished 00s 4351
6 Filtro Estado Laboral 0 160 160 0 0 0 0 0 Finished 00s 3902
7 Estado Laboral 0 115 115 0 116 0 0 0 Finished 01s 2320
8 Dummy (do nathin... 0 45 45 0 0 0 0 0 Finished 01s 900
9 AETemp 0 0 1972 1973 0 1 0 0 Finished 01s 31317
10 Bloquear Especialidad 0 986 %86 0 0 0 0 0 Finished 02s 4695
11 Filtro Especialidad 0 26 086 0 0 0 0 0 Finished 02s 4586
12 Dummy (do nothin... 0 %68 968 0 0 0 0 0 Finished 02s 4.400
13 Especialidad 0 18 18 0 19 0 0 0 Finished 02s 6
14 Bloquear PostGrado 0 86 986 0 0 0 0 0 Finished 04s 2405
15 Filtr Carrera 0 986 286 0 0 0 0 0 Finished 04s 2387
16 Carrera [ 210 210 0 Fit] 0 0 0 Finished 04s 504
17 Dummy (do nothin... 0 776 776 0 0 0 0 0 Finished 04s 1856

Figura 3.18. 2 Resultados de la segunda transformacion.

Fuente: PROPIO.
OUTPUT DE LAS TRANFORMACIONES

e OUTPUT 1.- Es la primera salida temporal con los campos
siguientes:  idusu(ID),  nomusu(nombre  de  usuario),
apeusu(apellido de usuario) y ciunat(cuidad actual). Ver Figura
3.19
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| AFTemp.txt: Bloc de notas
Archive Edicién Formato  Ver Ayuda

[idusu, nomusu, apeusu,ciunat

22015287, Jean pierre,valencia GDmEZ chicago
105901467 PEdrn,Bn(Eno,am be:

501376269,]0se Antonio, cordova Torres ,Arequipa
501625236 ,Dewi Mirza,cano Torres,Lim.

501771041 ,Bettox Ga'l'\egns mexico df

501818439 M1 guel .Ramos,Arequipa

502244850,705e Miguel ,Choque,Lima

503096200, Jonathan,Canepa Franco,Arequipa
504082825,Giorgio,Contreras,Arequipa
504731451, Jesus,De Souza Castro,Arequipa
505601441 ,Fernando,Lee Pinto ,Arequipa
507769506, Javier,GUTierrez, Arequipa

507805529 ,A11m, TaMi , Arequipa
509406118.Natha'\1'.vaz Del castillo,Arequipa
510190348,Gianire,vasquez,Lima
513081610,Fernando, Talavera Sotillo,Lima
514004759,Andrea, Va1dw1a Arequipa

514233977, Ed?ar‘ Fernandez sArequipa

514968722 ,Rafael,Figueroa,Arequipa
516578878,Juan car1os Meza,Arequipa
517108075,Alejandro Renzo,Vera Laura,Arequipa
517795945,Carito,0wen, ]acksonvﬂ'\
518953011,3Julio kau1 Bobadilla calderon JArequipa
520208649,Carlos Enrique,Gutierrez Herrera,Arequipa
520474386 ,R0xana,zegarra,Arequipa

521094049 Mﬂagros Gorvenia Arenas,Arequipa
5211?3141, onia E'hzaheth Castillo Barrios,Arequipa
521439934 ,cecilia Esperanza Zea Pinto,Arequipa
521662618,Helen Arlette,Flores Vizcarra,
SZQSPDMD,Na'\‘m,Mard'im ,Areqm’pa

524658954 ,Roderick,Cusirramos Montesinos,Arequipa
524821040, Andres,Rodr1guez, Arequipa

524970418 c1m:hya carba]a'lw Ssydney
525027191,Renato PauT salas salas,

525991347 ,Cecilia, Iharra Barcelona

526261845, Made'\mne De'\gado Areqmpa
529991787 ,paola,Lescano, Arequi

530382303 ,A1fonso, chicata,Lima
531780950,Evelyn, Soza Bueno Arequipa

532172779, wi1ly,5aenz, Arequipa

532554391 Der'\y,ﬁ(se Zuniga,Arequipa
533596368,Renzo Mauricio,Rivera zavala,
536787043 ,Christopher , Fernandez , Arequipa
537639273,Maribel,urquizo,Arequipa
538576361,Percy A.,Pari sa1as JArequipa

Figura 3. 19 Salida temporal de AmigosFacebook
Fuente: PROPIO.

e OUTPUT 2.- Es la segunda salida temporal con los campos
siguientes: idusu(ID), emptra(empleador), puetra(puesto de
trabajo), fecini(fecha de inicio) y fecfin(fecha de fin). Ver Figura
3.20

"] ATTemp.txt: Bloc de notas
Archivo  Edicisn Formato Ver Ayuda

idusu,emptra,puetra,fecini,fecfin
220152!!7 DEpau1 IJr|1VEr‘S1(y software Engineer,2006-05-01,2006,/09/01 00:00:00.000
22:)152!!7 Banco de credito BCP,Software Engineer,2003-06-01,2005/12/01 00:00:00.000
04731451, Grupo Comet :: integrating people with technology,,2011-06-01,2011/08/01 00:00:00.000
507769506 KeeperTech s5.A. ,software Developer,2011-07-01,2012/04/01 00: 00:00. 000
507769506 ,M1crodata, Fr‘ugrammer Tesista,2010- b7 o1, 2011f0l!/01 00:00:00. 000
507769506,Banco_de ¢redito BCP, Pratt1(ante 2010-01- 01,2010/03/01 00:00:00.000
507769506,G1obal systems (Dnsu'\t1ng Frl)gr‘ammer 2009-07- 01,2009/10/01 00:00:00.000
516578878,MINSUR S.A.,,2010-01-01, 2010/03/01 00:00:00. 000
516578878, tenifluidos sac,,2008 —13-01 ,2009/03/01 O :00.000
524461734 ,FONDESURCO, ,2010-12-01, ZDllle/Dl 00:00:00. 000
524461734 ,snack drive inn E1 tacho,Mesera,,2007,/04/01 00:00:00.000
524321MD,GQDE1E summer of Code ZDID student developer for Ubuntu,2010-05-01,2010/08/01 00:00:00.000
524821940,Haikulogic,Intern,2009-03- 01 2009/07/01 00:00:00.000
524821940,Ryero Corporation,software DEVE1QpEr 2007-11-01,2007,/12/01 00:00:00.000
538576361, universidad catolica san pablo,Lecturer,2002-01-01,2003/01/01 00:00:00.000
543002343,Gobierno Regional de Arequipa,Systems Ana'\yst 2009-09-01,2010,/04,/01 00:00:00.000
543002343,grupo inca,Systems Analyst,2008-05-01, 2008/07/01 00:00:00.000
543002343,Walmart Stores Inc,Receiver Asoociate Electrodomestics,2007-02-01,2007/04/01 00:00:00.000
543002343,0CR,Computer Uperator 2007-02- 01 2007/04/01 00 00 00.000
543002343, weber Tnternational Company ,Machine -02-01,2007/04,/01 00:00:00.000
547132653,Bateria/Percusion (Mus1co)..2003 01- 01 2010/01/01 00:00:00.000
547132653 ,musico,Bajista,2001-01-01,2003/01,/01
547170487 ,Franky and k1cky S.A. Anahsta Programador 2010 09 01,2011/06/01 00:00:00.000
547170487 ,EDDAS E.I.R.L.,Analista Programador,2009-10-01,2010,/09/01 00:00:00.000
565704950,Banco de Credito BCP,,2005-06-01,2012/03/01 00:00:00.000
5664556560,Rotary Youth Exchange Program (YEP),,1999-07-01,2000/07/01 00:00:00.000
567331113,Data Business sac,Systems Analyst,2009-07-01, 2011/12/01 00:00:00. 000
567331113 ,Municipalidad Distrital de Mariano Melgar, Alcaldesa Encargada, 2010-09-01,2010/10/01 00:00:00.000
575891146, HOCHSCHILD MINING PLC-COMPANIA MINERA ARES SAC,ANALISTA SISTEMAS INFORMATION TECHNOLOGY (IT),2008-12
5758091146, HOCHSCHILD MINING PLC-COMPANIA MINERA ARES SAC,ANALISTA STSTEMA DE INFORMACTON GEOGRaFICO-EVALUACTON
575891146,E5T1105 5r1,Desarrollador de Sistemas,2005-12-01,2006/06/01 00:00:00.000
575891146,1ITG Solutions SaC,Consultor Ir.,2005- 01- 01, 2005/04/01 00:00:00. DDU
575891146,perfect pedicab, pédicab Driver,2003-12-01,2004/04/01 00:00:00. 0
576185350,Banco Financiero,Analista de Tnteligencia Comercial,2010-04-01, ZﬂllfDE/Dl 00:00:00. 000
576185350,Corporacion L1nd'\e 5.A. ,Asistente de planeamiento comercial,2007-11-01,2009/05/01 00:00:00. 000
576200131,Municipalidad DWStrWta'l Jose Luis Bustamante y Rivero TE((nlﬂug1aS de 14 Informacion,2010-07-01,2012,
591603704,Grupo Mexico,,2009-01-01,2009/12/01 00:00:00. 0 D
598435451 ,ATESEC Arequipa,,2008-03-01,2012/03/01 00:
598435451 ,AIESEC,0CP CNV 2012,2011-10-01, 2012/02/01 00: DD 00 000
598435451,uUCsM, 2009 10-01, 2010/0!!/01 00:0¢
598435451, The Broadmoor,,ZDO? -12-01, 2003/03/01 DD 00:00. 000
604226373 ,universidad Nacional del A'Ituﬂam) - Puno,Director de Estudios,2000-04-01,2002/08/01 00:00:00.000
607146415 ,Busey, 8ilingual Teller,2010-05-01, 2011/06/01 00:00:00. 000
619713322,L0gica, ,2008-01-01 2010/01/01 00:00:00. 000 .

Figura 3. 20 Salida temporal de AmigosTrabajos

Fuente: PROPIO.
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e OUTPUT 3.- Es la tercera salida temporal con los campos
siguientes: idusu(ID), tipest(nivel educativo), nomest(nombre de
institucion), aniest(afio de estudio), conest(carrera de estudio) y
graest(especialidad). Ver Figura 3.21.

" AETemp.txt: Bloc de notas

Archivo  Edicién Formato Ver Ayuda

idusu, tipest,nomest,aniest,conest,graest

22015287 H1gfh schuoW Colegio pe La salle Arequipa,,

22015287 College, Universidad Catolica de santa Maria,,Ingenieria de Sistemas,
22015287 coﬂege universidad catolica de santa Maria,

22015287 ,College,DePaul University,2008,Software Engineering,Project Management
501376269 coﬂege universidad catolica de santa maria,,Ingenieria de sistemas,
501635236,High 5chool,Santa Ursula_Arequipa,1997,

501635238, co?WegE universidad catolica de santa Marwa Ingemema de sistemas,
501635236,College,Universidad Catolica de Santa Maria,
501818439,College,universidad catolica de santa maria,

502244850, High School,Colegio Militar Francisco Eolognesi,,,

502244850, co?WegE,un vers‘\gad catolica de santa maria, 2004 Ingemeru de sistemas,
503096200,High 5chool,Colegio Internacional Peruano Brita

503096200, co?WegE,un vers‘\gad catolica de santa Maria, 2009 Ingemeru de sistemas,
504082825,College,Universidad Catolica de santa Maria,,,
504731451,College,universidad Catolica de santa maria,2008,

507769506,High 5chool,Colegia Claretiana,2004,

507769508, co?WegE,un vers‘\gad catolica de santa maria,,Ingenieria de sistemas,
510190348,High 5chool,East valley High School zm)s,,

510190348, co?WegE Universidad catolica de santa ma

513081610,High 5chool,Colegio Peruano Aleman Max ume 2600, ,

513081610,High school,max uhle!,

513081610, High School,7236 Max Uhie,2000,

513081610,(0?1ege,un versidad catolica da santa Maria,2005,Ingenieria de sistemas,Ingeniero
513081610,College,Universidad Catolica de Santa Maria,2005,,

514004759,H'i?h School,colegio Peruano Aleman max uhle, 2002, ,

514004759,Co] lege,Universidad Catolica de Santa Maria,2007,Ingenieria de Sistemas,
514233977,college,universidad catolica de santa Maria,2010,Ingenieria de sistemas,
514233977,College,Universidad Catolica de Santa Maria,,,

514968722, H1?h School,La salle, 1988,

514968722,Col lege,Universidad Catolica de Santa Maria,1093,Ingenieria de Sistemas,
51657BB7B,H1?|’| School,universidad catolica de santa va

516578878,Co] lege,Centro Cultural Peruano Norteamericano,20i1,,
516578878,College,universidad Catolica de santa Maria,

517108075,High 5chool,Juan de la Cruz Calienes,,,

517103075,(0?1ege,un versidad catolica de santa mMaria, 2010,Ingenieria de sistemas,
517108075,College,Universidad Alas_Peruanas,,Ciencias Contables y Fimancieras,
517108075,college,universidad catolica de santa maria,
517108075,College,Universidad Catolica de Santa Maria,,,

517795945, H'i?h School,colegio santa Ana,1998,,

517795945,Co] lege,F5CJ,2009,

517795945,College, un versidad catohca de santa maria,2001,

518953011,High 5chool,James Joyce,2009,

518953011, co?Wege universidad catohca de santa Maria,2016,Ingenieria de sistemas,
518953011,College,Universidad Catolica de Santa Maria,

520208649,High Schoo .5an Francisco de asis,,.

520208649, High School,5an Francisco de Asis,,,

Figura 3. 21 Salida temporal de AmigosEstudios

Fuente: PROPIO.
e OUTPUT 4.- La cuarta salida nos muestra solo el campo:

CiudadActual, que vamos a utilizar en nuestro siguiente paso de
la metodologia. Ver Figura 3.22.
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| CiudadActual.txt: Bloc de notas
Archivo Edicion Formato Ver Ayuda

Kiudadactual
chicago
antibes
Arequipa
Lima
mexico df
Arequipa
Lima
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Lima
Lima
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
jacksonville
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Sydne¥
Barcelona
Arequipa
Arequipa
Lima
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa
Lima
Arequipa
Arequipa
Arequipa
Arequipa
Arequipa

Figura 3. 22. Salida del archivo CiudadActual

Fuente: PROPIO.

e OUTPUT 5.- La quinta salida nos muestra los campos: Empleador
y Cargo, que se van a utilizar en nuestro siguiente paso de la

metodologia. Ver Figura 3.23.

| Estadolaboral:tut: Bloc de notas
Archivo Edicion  Formato  Ver Ayuda

EmpTleador ,Cargo
Depaul university,software Engineer

Banco de credito BCP,software engineer

KeeperTech s.A. Snftware peveloper

microdata, Prugrammer Tesista

Banco_de Credito BCP,Practicante

Global systems cunsuTnng Programmer

snack drive inn E1 tacho,Mesera

Gooe'\e summer of code 2010, student developer for ubuntu
Haikulogic,Intern

Ryero cCorporation,software Developer

Universidad Catolica San Pablo,Lecturer

Gobierno Regional de Arequipa,systems Analyst

grupo inca,Systems Anal

walmart stores Inc,Receiver Asoociate Electrodomestics
OCR,Computer Operator

weber International company,Machine operator

musico,Bajista

Franky and Ricky s.A.,Analista Programador

EDDAS E.I.R.L.,Analista Programador

Data Business sac,Systems Analyst

Municipalidad Distrital de Mariano Melgar,Alcaldesa Encargada
HOCHSCHILD MINING PLC-COMPANIA MINERA ARES SAC,ANALISTA SISTEMAS INFORMATION TECHNOLOGY (IT)
HOCHSCHILD MINING PLC-COMPANIA MINERA ARES SAC,ANALISTA SISTEMA DE INFORMACTON GEOGRAFICO-EVALUACT:
Estilos srl,Desarrollador de sistemas

176 _solutions SAC,Consultor Jr.

perfect pedicab, pedicab Driver

Banco Financiero,Analista de Inteligencia comercial

corporacion L1nd'\ey 5.A. ,Asistente de planeamiento comercial
municipalidad pistrital Jose Luis Bustamante y Rrivero,Teccnologias de la Informacion
AIESEC,OCP CNV 2012

universidad nacional del Altiplano - puno,Director de Estudios
Busey,Bilingual Teller

UNIVERSIDAD CATOLICA DE SANTA MARIA,Systems Analyst

obiettivo Lavoro,Asistente de Sistemas

Ernst & voung, senior Consultant

KPMG,Chief Information officer - External Audit

Edpyme Nueva vision,auxiliar de Tecnologias de Informacion
Edpyme Nueva Vision,Practicante de Tecnologias de la Informacion
copper Mountain ski Resort,cajero vendedor

UCSM, Windows Servers / Database Adminietrator & Applications Architect
uCsM,IT Intern

Gemalto,5r. Mobile Solutions Consultant

Atos Origin,Program Manager

schlumberger,sr. Solutions Architect

Nextel,sr. Bi11ing analyst

1BM,5r. Analyst/Programmer

PONTIFICIA UNIVERSIDAD CATOLICA DEL PERU, Ad]unct professor

Banco de Credito BCP,Database Admimistrator

APOYO TOTAL 5.A.,Analista Programador de 51 sTemas

EDDAS E.I.R.L.Analista Proaramador de Sistemas

Figura 3. 23 Salida del archivo Estado Laboral.
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Fuente: PROPIO.

e OUTPUT 6.- La sexta salida nos muestra los campos: Nombre,
Carrera 'y Especialidad, que se van a utilizar en nuestro siguiente

paso de la metodologia. Ver Figura 3.24.

| Especialidad_nulltxt: Bloc de notas.
Archivo Edicién Formato Ver Ayuda

Nombre,Carrera,Especialidad

Universidad Catolica de Santa Maria,Ingenieria de Sistemas,Ingeniera

pontificial catholic Umvers“:y of Rio de Janeiro,semantic web,master of science

usp,Software Engineering,m

IEB MADRID INSTITUTO ESTUDIUS BURSATILES MADRID,MEA,MBA

Universidad Peruana de Ciencias Aplicadas UPC,Diplomado en Marketing Relacional y CRM,Diploma en Marketing Relacional y CRM
universidad catolica de santa maria, Ingemeru de sistemas,ingeniero de sisteams

CENTRUM Catolica PUCP,Administracion Estrategica de Empresas,WBA

university of Almeria,Master en Direccion de Empresas,MBA

university of Texas, mccombs school of Busi ness,MBA

ICMC USP Sao carlos,Brasil,2015

UTN Argentina, oraclé patabase Administrator ,Ingeniero de sistemas

National un1vers1"¥ of st Augustin of Areqmpa Ingenieria en Telecomunicaciones,2da Especialidad

FH stuttgart,Geoinformatics,Master of science

UNAP,Tngenieria de Sistemas,Universidad Naciona de Ingenieria

wake Forest university,computer science,Ms

University of Tsukuba,2000,Management Information Systems

universidad catolica de santa Maria,universidad Nacional de san Agustin,Maestria en Ingenieria del software
Universidad Catolica de Santa Maria,Universidad Nacional de San Agustin,Mechanical Engineering

Figura 3. 24 Salida del archivo Especialidad.
Fuente: PROPIO.

e OUTPUT 7.- La séptima salida nos muestra los campos: Nombre
y Carrera que se van a utilizar en nuestro siguiente paso de la
metodologia. Ver Figura 3.25

| Carrera txt: Bloc de notas

Archive Edicion Formate Ver Ayuda

Nombre,carrera
universidad catolica de santa Maria,Ingenieria de sistemas

DePaul University,Software Engineering

universidad catolica de santa Maria, Ingenieria de sistemas
Universidad Catolica de Santa Maria,Ingenieria de Sistemas
universidad Alas Peruanas,Ciencias Contables y Financieras
Universidad catolica de Santa Maria,Ingenieria de Sistemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de Sistemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de Sistemas
gond university,Information Technolo

Universidad Catolica de Santa Maria,Ingenieria Industrial
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de 5istemas
universidad nacional de san Agustin,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de 5anta Maria,Ingenieria de Sistemas
universidad catolica de santa Maria Arequipa,Ingenieria de sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de sistemas
Tecsup Nro 2,Red Comunicaciones de Datos

universidad Catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de 5istemas
universidad catolica de santa maria,Ingenieria de Sistemas
Universidad Catolica de Santa Maria,Ingenieria de Sistemas

Figura 3. 25 Salida del archivo Carrera

Fuente: PROPIO.
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e OUTPUT 8.- Se ha considerado otro tipo de salida en formato

Excel (XLS)

que muestran

los datos producto de

las

transformaciones anteriormente detalladas. Ver Figuras 3.26 y

3.27

a9 = ATSads [Modo de comptibilidad] - Microsof Excel [ESRRo]
Inicio | Insertar  Disefio de pagina Farmulas Datos  Revisar  Vista a@oF R
= ¥ cortar ag = 4 e FE I Autosuma - h
L Arial - 10 S Ajustar texto General = =i H % - & i fr
“— 33 copiar ~ -:Ej B 9‘ L=—J [#] relienar - s ﬁ
Pagar N &£ §- i~ .| . <0 00| Farmato Darformato Estilos de | Insertar Eliminar Formato | Ordenar  Buseary
+ o Copiarformata =T BBl Combinaryconr | e S k[ Sb) | PR DRTORR SH D - - - | 2Bararr  yfitrar - seleccionar -
Partapapeles W Fuente 5 Alineagién 5 Nimero -. Estilos Celdas Modificar
| AL - £ | inéidusu v
A i B8 i ¢ ) E =
19 547170487 Franky and Ricky S.A Analista Programador 01/09/2010 00:00 01/06/2011 00:00
20 (547170487 EDDASE.IRL. Analista Programador 01/10/2009 00:00 01/09/2010 00:00

21 567331113
22 567331113
23 575891146
24 (675891146
25 676891146
26 (576891146
27 575691146
28 576185350
29 576185350
30 576200131
31 (598435451
32 (604226373
33 (607146415
34 621101960
35 631954361
36 639052961
37 639052961
38 547585028
39 547585028
40 (647585028
41 848081543
42 648081543
43 (662921024
44 662921024
45 662921024

Data Business sac

Municipalidad Distrital de Mariano Melgar
HOCHSCHILD MINING PLC-COMPAnIA MINERA ARES SAC
HOCHSCHILD MINING PLC-COMPAnIA MINERA ARES SAC
Estilos srl

ITG Salutions SAC

perfect pedicab

Banco Financiero

Corporacion Lindley S.A.

Municipalidad Distrital Jose Luis Bustamante y Rivero
AIESEC

Universidad Nacional del Altiplano - Puno

Busey

UNIVERSIDAD CATOLICA DE SANTA MARIA
Obiettivo Lavaro

Emst & Young

KPMG

Edpyme Nueva Vision

Edpyme Nueva Vision

Copper Mountain Ski Resort

ucsm

ucsm

Gemalto

Atos Origin

Schlumberger

Figura 3.

Systems Analyst

Alcaldesa Encargada

ANALISTA SISTEMAS INFORMATION TECHNOLOGY (IT)
ANALISTA SISTEMA DE INFORMACIoN GEOGRaFICO-EVALUACIoM RECURSOS MINERALES
Desarrollador de Sistemas

Consultor Jr.

Pedicab Driver

Analista de Inteligencia Comercial

Asistente de planeamiento comercial

Teccnologias de la Informacion

OCP CNV 2012

Director de Estudios

Bilingual Teller

Systems Analyst

Asistente de Sistemas

Senior Consultant

Chief Information Officer - External Auditor

Augiliar de Tecnologias de Informacion

Practicante de Tecnologias de |a Informacion

cajero vendedor

Windows Servers / Database Administrator & Applications Architect
IT Intern

Sr. Mobile Solutions Consultant

Program Manager

Sr. Solutions Architect

26 Salida del archivo Estado Laboral en Excel.

01/07/2009 00:00
01/09/2010 00:00
01/12/2008 00-00
01/04/2007 00-00
01/12/2005 00-00
01/01/2005 00-00
01/12/2003 00-00
01/04/2010 00-00
01/11/2007 00:00
01/07/2010 00:00
01/10/2011 00:00
01/04/2000 00-00
01/05/2010 00-00
01/01/2008 00-00
01/10/2010 00-00
01/10/2006 00-00
01/07/2003 00:00
01/01/2011 00:00
01/03/2010 00:00
01/12/2007 00:00
01/01/2008 00-00
01/01/2000 00-00
01/08/2005 00-00
01/03/2003 00-00
01/12/2000 00-00

01/12/2011 00:00
01/10/2010 00:00
01/03/2010 00-00
01/12/2008 00-00
01/06/2006 00-:00
01/04/2005 00-00
01/04/2004 00-00
01/09/2011 00:00
01/05/2009 00:00
01/12/2012 00:00
01/02/2012 00:00
01/08/2002 00-00
01/06/2011 00-00
01/12/2008 00-00
01/02/2011 00-00
01/12/2008 00-00
01/09/2006 00-00
01/04/2011 00:00
01/11/2010 00:00
01/03/2008 00:00
01/12/2010 00-00
01/12/2003 00-00
01/02/2006 00-00
01/07/2005 00-00
01/02/2003 00-00

Fuente: PROPIO.

[P I B R AFESxls [Modo de compatibilidad] - Microsoft Excel || (2 [
Inicie | Insertar  Disefio de pagina Formulas Datos Revisar  Vista a@oF R
== , o > | = S— .
& cortar Arial S5 Ajustar texto General B _:Ej ﬁ Q = 9\ W] | T mosuma ﬁ ﬁ
“—! 23 copiar - = - [8] Reltenar ~
Pegar N X S - Comb trar + | G g <2 % | Formats  Darformato Estilos de Insertar Eliminar Formato | _ Ordenar  Buscary
- < Copiar formato = B Combinary cenfr Bz 56wk | Skt POig=ln DI EUED - - | 2Bararr  yfitrar - seleccionar -
Portapapeles o Fuente s Alineacién 3 Himero [F) Estilos Celdas Modificar
[ Al - F | nomest %
[ A B c F G H ~
1 [nomest Tconest graest M~
2 Universidad Catolica de Santa Maria Ingenieria de Sistemas Ingeniero
3 Pontificial Catholic University of Rio de Janeiro Semantic Web Master of Science
4 usp Software Engineering MSec.
5 ||EB MADRID INS 0 ESTUDIOS BURSATILES MADRID  MBA MBA
8 Universidad Peruana de Ciencias Aplicadas UPC Diplomado en Marketing Relacional y CRM Diploma en Marketing Relacional y CRM
7 Universidad Catolica de Santa Maria Ingenieria de Sistemas ingeniero de sisteams
8 CEMNTRUM Catolica PUCP Administracion Estrategica de Empresas ~ MBA
9 University of Almeria Master en Direccion de Empresas MBA
10 University of Texas McCambs Schoal of Business MBA
11 |ICMC USP Sao Carlos Brasil 2015

12 UTN Argentina

13 National University of St Augustin of Arequipa
14 FH Stuttgart

15 UNAP

16 Wake Forest University

17 University of Tsukuba

18 Universidad Catolica de Santa Maria

19 Universidad Catolica de Santa Maria

21

Oracle Database Administrator
Ingenieria en Telecomunicaciones
Geoinformatics

Ingenieria de Sistemas

Computer Science

"2000

Universidad Nacional de San Agustin
Universidad Nacional de San Agustin

Ingeniero de Sistemas

2da Especialidad

Master of Science

Universidad MNaciona de Ingenieria

MS

Management Information Systems
Maestria en Ingenieria del Software
Mechanical Engineering

Figura 3. 27 Salida del archivo Especialidad en Excel.

Fuente: PROPIO.
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PASO 4.- PREPARACION DE ARCHIVOS ARFF.

Una vez obtenidos los datos producto de las transformaciones
en los archivos: CiudadActual.txt, EstadoLaboral.txt, vy
Especialidad.txt; procedemos a cambiar el formato TXT por
ARFF (Attribute-Relation File Format). Iniciamos cambiando

cada extensién de cada archivo de TXT por ARFF.

A continuacion procedemos a desarrollar la estructura de los
archivos ARFF que cuentan con dos partes principales: la

cabeceray los datos o instancias.

En la cabecera, cada linea inicia con simbolo de @. En la
segunda parte se encuentran los datos separados por comas.
Todas las lineas que comiencen con un % corresponden a
comentarios. La cabecera inicia con el tag @relation indicando
el nombre de la relacion representada por los datos.

Los atributos se definen con el tag @attribute seguido de su
nombre Yy tipo, uno por linea (Ver Figura 3.28). Los atributos
son de diferentes tipos de acorde con los valores que puedan

tomar.
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") Especialidad.arff: Bloc de notas
Archivo Edicion Formato  Ver Ayuda
@relation Especialdiad

@attribute Nombre string
@artribute carrera string |
@attribute Especialidad string

@data

universidad-catolica-de-5anta-Maria,Ingenieria-de-5istemas,Ingeniero
pontificial-catholic-university-of-rio-de-Janeiro,semantic-web,master-of-science
usp,5oftware-Engineering,Msc.

LEE-MADRID-INSTITUTO-ESTUDIOS-BURSATILES-MADRID,MBA,MBA
universidad-peruana-de-Ciencias-Aplicadas-UrC,Diplomado-en-Marketing-Relacional-y-CRM,Diploma-en-Marketing-Relacional-y-CRM
universidad-catolica-de-santa-maria, Ingenieria-de-sistemas,ingeniero-de-sisteams
CENTRUM-Catolica-PUCP,Administracion-Estrategica-de-Empresas,MBA
university-of-Almeria,master-en-nireccion-de-Empresas,MBA

university-of-Texas ,Mccombs-school-of-Business,MBA

ICMC-USP-5a0-Carlos,Brasil,2015

UTN-Argentina,oracle-Database-administrator,Ingeniero-de-sistemas
Naﬁuna'\—Um‘versw‘t¥—uf—st—August1‘n—m’—Areqm‘pa,IngEm‘Erw‘a—en—TE'\e(umuni(acinnes,Zda—EspsciaHdad
FH-Stuttgart,Geoinformatics ,Master-of-science
UNAP,Ingenieria-de-5istemas,Universidad-Naciona-de-Ingenieria

wake-Forest-university,Computer-science,Ms|

university-of-Tsukuba,2000,management-Information-systems
um'versw‘dad—catn'\‘i(a—de—Santa—Maria,um’versw‘dad—Nam‘una'\—de—san—Agustin,Maestria—en—IngEm'Erﬁa—de'l—smctware
universidad-catolica-de-santa-maria,universidad-Nacional-de-san-agustin,Mechanical-engineering

Figura 3.28 Estructura de archivos ARFF
Fuente: PROPIO.

3.2.1.4. FASE 4: MODELAJE.

Para la realizacion de este paso se utilizaron las técnicas de Mineria
de Datos utilizando la herramienta WEKA. A continuacion se

muestran las técnicas a utilizar por cada objetivo de la Mineria:

Objetivo de mineria Técnica

Segmentar a los egresados por residencia | Algoritmos de Clustering:
actual, centros de trabajo, empleador,
puesto en el que se desempefia, fechade | e  Algoritmo Simple k-

inicio y fin de trabajo, nivel de educacion, Means
postgrado, especialidad e intereses en
comun en el area de sistemas. e  Algoritmo DBSCAN

Analizar y categorizar los clUsteres
obtenidos de acuerdo a los items antes
mencionados como paso analitico para el
préximo objetivo.

Obtener patrones y segmentos tanto en el
campo educativo como en la experiencia
profesional, el cual nos permita una mejor
gestion de los egresados en el Programa
Profesional de Ingenieria de Sistemas
(PPIS).

Tabla 3. 10 Objetivos y Técnicas de Mineria de Datos

Fuente: PROPIO.
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ALGORITMOS DE CLUSTERING.

En esta parte describiremos la funcionalidad de los algoritmo a utilizar,
esta funcionalidad la podremos observar mejor mediante la
herramienta WEKA.

Algoritmo Simple K-Means.

Es uno de los mas simples y conocidos algoritmos de agrupamiento,
sigue una forma facil y simple para dividir una base de datos dada en

k grupos (fijados a priori).

Basicamente este algoritmo busca formar Clusteres (grupos) los cuales
seran representados por K objetos. Cada uno de estos K objetos es el
valor medio de los objetos que pertenecen a dicho grupo, entonces
decimos que es un algoritmo eficaz para particionar.

Inicialmente se seleccionan K objetos del conjunto de entrada. Estos
K Objetos serén los centroides iniciales de los K-grupos.

Se calculan las distancias de los objetos (datos) a cada uno de los
centroides. Los Datos (Objetos) se asignan a aquellos grupos cuya
distancia es minima con respecto a todos los centroides.

Se actualizan los centroides como el valor medio de todos los objetos
asignados a ese grupo. Se repite el paso 2 y 3 hasta que se satisface

algun criterio de convergencia.

Finalmente quedaran agrupados por Clusteres, los grupos de
simulaciones segun la cantidad de Clusteres que se definio en el
momento de ejecutar el algoritmo. EI problema del empleo de estos
esquemas es que fallan cuando los puntos de un grupo estan muy
cerca del centroide de otro grupo, también cuando los grupos tienen

diferentes tamarios y formas.
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Algoritmo DBSCAN

Este algoritmo es el primero que es basado en densidad. Se definen los
conceptos de punto central (puntos que tienen en su vecindad una
cantidad de puntos mayor o igual que un umbral especificado), borde

y ruido.

El algoritmo comienza seleccionando un punto p arbitrario, si p es
un punto central, se comienza a construir un grupo y se ubican en su
grupo todos los objetos denso-alcanzables desde p.

Si p no es un punto central se visita otro objeto del conjunto de datos.
El proceso continda hasta que todos los objetos han sido procesados.

Los puntos que quedan fuera de los grupos formados se llaman puntos
ruido, los puntos que no son ni ruido ni centrales se llaman puntos
borde.

De esta forma DBSCAN construye grupos en los que sus puntos son:
0 puntos centrales o puntos borde, un grupo puede tener mas de un

punto central.

Antes de comenzar con la aplicacion de las técnicas de WEKA a los
datos de este dominio, es conveniente tomar en consideracion los
objetivos perseguidos en el andlisis.

De esta manera, el proceso de andlisis de datos (proceso KDD),
permitira dirigir la bdsqueda y hacer refinamientos, con una
interpretacion adecuada de los resultados generados.

En nuestro caso, el principal objetivo es el poder hacer una mejor
gestion sobre los egresados del Programa Profesional de Ingenieria de
Sistemas (PPIS). Algunas de las preguntas que podemos plantearnos a
responder como objetivo del analisis podrian ser las siguientes:
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Publicacion autorizada co

e (En qué ciudades se encuentran el mayor nimero de egresados

del Programa Profesional de Ingenieria de Sistemas (PPIS)?

e (En qué empresas laboran y que cargos ocupan los egresados
del Programa Profesional de Ingenieria de Sistemas (PPIS)?

e En qué paises y que especializaciones realizan los egresados

del Programa Profesional de Ingenieria de Sistemas (PPIS)?

Para poder continuar con la estructura del proyecto y la realizacion del
mismo en el WEKA nos enfocaremos en gran parte en la Opcion
Explorer. Cuando seleccionamos esta opcion, se crea una ventana con
6 pestafias en la parte superior, cuenta con etapas independientes, en
las cuales se pueden realizar operaciones sobre los datos:

e Preprocess: Se selecciona la fuente de datos y a la vez su
preparacion mediante el filtrado.

e Clasify: Facilidades para aplicar esquemas de clasificacion,
entrenar modelos y evaluar su precision

e Cluster: Encontramos los diferentes Algoritmos de agrupamiento
que se encuentran en la herramienta.

e Associate: Encontramos los diferentes Algoritmos de busqueda de
reglas de asociacion

e Select Attributes: Se realiza una busqueda supervisada de
subconjuntos de atributos representativos.

e Visualize: Herramienta interactiva en la cual se presenta una

forma gréfica en 2D.

Ademas de estas pestafias de seleccion, en la parte inferior de la

ventana aparecen dos elementos comunes. Uno es el boton de “Log”,
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que al activarlo presenta una ventana textual donde se indica la
secuencia de todas las operaciones que se han llevado a cabo dentro de
la opcién “Explorer”, sus tiempos de inicio y fin, asi como los
mensajes de error mas frecuentes. Junto al botdn de log aparece un
icono de actividad (el pajaro WEKA, que se mueve cuando se esta
realizando alguna tarea) y un indicador de status, que indica qué tarea

se esta realizando en este momento dentro de la opcion Explorer

3.2.1.5. FASE 5: EVALUACION.

En esta fase vamos a medir diferentes patrones para poder tener una
mejor gestion sobre los egresados del Programa Profesional de
Ingenieria de Sistemas (PPIS), se interactia con el o
los algoritmos de Mineria de Datos para guiar la busqueda hacia

patrones interesantes. Esta fase se desarrollara en el Capitulo 4.

3.2.1.6. FASE 6: IMPLEMENTACION.

En esta fase procedemos a implementar un sistema de poyo para la
visualizacion de los datos obtenidos en los diferentes procesos de
tratamiento de la informacion que nos van a permitir diferenciar
caracteristicas especificas como: carrera, especialidad, etc. Asi
lograremos una mejor interaccion con el usuario. Ver Anexo A:

Implementacion del Sistema.

Los modelos y reglas obtenidas podran ser utilizados por el
Programa Profesional de Ingenieria de Sistemas (PPIS), Por
diferentes Programas de la Universidad Catolica de Santa Maria
UCSM vy en otras investigaciones sobre la gestién de informacién
de los egresados. Con las relaciones y patrones encontrados se

podran trazar estrategias que permitan gestionar de una mejor
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manera la informacion de los egresados del Programa Profesional

de Ingenieria de Sistemas (PPIS).
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CAPITULO IV

4. EVALUACION DE RESULTADOS

Basandonos en el cumplimiento de los objetivos del negocio y no desde el punto de vista
general evaluamos el modelo. Revisamos el proceso teniendo en cuenta los resultados
obtenidos. Vamos a poder encontrar diferentes grupos en los cuales los egresados del
Programa Profesional de Ingenieria de Sistemas (PPIS) se van a clasificar.

4.1. EVALUACION

En relacion a la variable dependiente “Propuesta de Gestion de informacion de
Agrupamiento (Clustering) de egresados.” y tomando en cuenta los indicadores:
Ergondmica, Multiplataforma y Dindmicase ha evaluado en referencia a ciudad actual, cargo

que desempefian, empresas empleadoras, especialidades y centros de estudios.
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PREGUNTA N°1

e (En qué ciudades se encuentran el mayor nimero de egresados del Programa

Profesional de Ingenieria de Sistemas (PPIS)?

€9 Weka Explorer

Freprocess | Classify | Cluster | Associate | select atmbutes | visuaiize |
[ Qpen file... ] (i Open URL... ] (i Qpen DE... ][ Generate... Undo Edit... ] Save... )
[_#epy |
Selected attribute
Name: CiudadActusl Type: Nominal
Attributes: 1 Missing: 0 (0%) Distinct: 55 Unique: 36 (4%)
Na. Label Count
[ Al ] (i [ ] Invert ] [ Patter | 1| Chicago 1 =
H 1
3 590 j
4[Li 120
5 2
& ja 1
7 5
8|Madrid 3
§|Santiag 8
10| Puno 3
11[Paris 1
12[Barcelona 1 =
Class: CiudadActual (tom) - | Visualize All
Remove I
RN RN R AR R T AN R AR AR AR R R SRR R R R R R ¥R
Status
. g

Figura 4. 1 Carga de Datos “CIUDAD ACTUAL”

Fuente: PROPIO.

DESCRIPCION 4.1.- Utilizando la data de “CiudadActual” con un total de 806
egresados podemos deducir que en la ciudad donde se encuentran la mayoria de los
egresados del Programa Profesional de Ingenieria de Sistemas (PPIS) es en Arequipa
con un numero de 590, seguida de la ciudad de Lima con 120 egresados
respectivamente y otras ciudades como por ejemplo Santiago de Chile, Madrid

Espafia y Sidney Australia con un nimero que no excede a 8 egresados.
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4.11. ALGORITMO SIMPLE K-MEANS: CONFIGURACION Y VISUALIZACION
DE RESULTADOS DE CIUDAD ACTUAL.

€ Weka Explorer

Clusterer

Preprocess | Classify| Cluster | Assodiate | Select atiributes | Visualize|

=@ = |

[ choose | simplekMeans - 3 - "weks.cors,EucldsanDistancs - first-lsst” -1 500 -5 10

Clusterer output

Set [ & wekagui.GenericObjecttditor ==)
66 weka,dusterers. SimplekMeans
o About
Cluster data using the k means algorithm
Store dusters for visualization
[ Ignore attributes. displaystdDevs | False -
Stop Choose | Eucli R first-last |
Result It (right click for options) — -
maxlteratons 500
numClusters |3
preservelnstancesOrder |False =
seed [10
Oper 1 Sa ][ oK ][ Cancel

Status
oK

Pl
Figura 4. 2 Configuracion de algoritmo Simple K-Means en Tabla Ciudad Actual.

Fuente: PROPIO.

|£| Weka Clusterer Visualize: 09:30:20 - SimpleKMeans (CiudadActual)

= |
% Ciuster (Hom) ¢ + | 'v: CiudadActual {Nom) =
Colour: CiudadActual (Nom) - | Rectangle =
Reset [ Cear Il Ope I Sa o 1
Plot:Ciudadactual_dustered
%
1%
+ % -
i X§%
® %
,
clustera
clusterl -
Class colour
e M (o o= Mearid Ba sz G Gl Cemimrad G e
irine e - e

Figura 4. 3 Visualzizacion de Clusteres en Simple K-Means en Tabla Ciudad Actual.

Fuente: PROPIO.
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(2] Weka Clusterer Visualize: 09:30:20 - SimpleKMeans (CiudadActual) =
X: CiudadActual (Nom) i » | |Y: CiudadActual (Nom) -
Colour: CiudadActual (Nom) ~ | Rectangle -
Reset [ Clear Il Open I Save o= i

Plot:CiudadActual_dustered

%
i,
*
®
ES
LA S s s e e s e e e Bt s B B S B e L B Bt R B ot LA e e
Chi Are Mex §yd $an Par Mon Alw Tor Bue Ic Jul Cus Hol Il $al Tac Hou Tog TWas il Hua Mog Rio For Pla Abadnt
int Lim jac Mad Pun Bar Bri Sac Mon San Val Ric Cur Tun Mon Lyo Cha Bog 5tu Sal Bor Caj Wes Cor Jap Tru ALl 2
Class colour
Chicago Antibes Arsquipa jacksany Madrid Santiags Puno Paris Barcelon M: Rlmeria Sso Carl Montevid Busnos 2 Sao Paul Ica Valencia Julisca Cusco

e e T T Fnrdnha Fart Ta Tenan Dlann

Frihe e e e Frrmie S

Figura 4. 4 Visualizacion de Ciudad Actual en Simple K-Means.

Fuente: PROPIO.

DESCRIPCION 4.2.- Teniendo en cuenta el algoritmo SIMPLE K-MEANS,
comenzamos el proceso de evaluacion configurando los items del recuadro que se
observa en la Figura 4.2, siendo de mayor importancia el item numCluster (nimero
de clusteres) el cual tendrda un valor de 3, ya que mientras menos clisteres sean
podremos encontrar grupos mas especificos, también verificamos la distancefunction
(funcion de distancia) y escogemos la distancia: EuclideanDistance, los demas items
los trabajamos por default. Analizando el proceso de Clustering mediante el algoritmo
Simple K-Means podemos indicar que los clusteres o grupos son bien definidos e
indicamos que la mayor parte de los egresados se establecen en la ciudad de Arequipa.
Ver Figuras 4.3y 4.4
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4.1.2. ALGORITMO DBSCAN: CONFIGURACION Y VISUALIZACION DE
RESULTADOS DE CIUDAD ACTUAL

3 Weka Explorer

=@ = |

Preprocess | Classify | Cluster | Assodate | select attributes | visuaiize|

Clusterer

ForOPTICSARADBScan Datab:

quentiaiDatabase -0 weka clusterer:

[ choose |pBScan £0.9 M5 -Lweka clusterer

ForOPTICSANADESEaN, DataChjects EuclidianDataobject

Cluster mode
@ Use training set
) Supplied test set
(©) Percentage spit
(©) Classes to dusters evaluation
(om) Ciudadactual
Store dusters for visuslization

( Ignore attributes

Resultlist (right-ciick for options}
09:30:20 - SimplekMeans.

Stop

Clusterer output

TEST MOUSTEVATUATE O TrEINING OETE

— & weka.guiGenericObjectEditor

===

weka,dusterers, DEScan
About

Density-Based Algorithm for Discovering Clusters in
yug | Databases with Noise

database_Type |weka.dusterers. forOPTICSARdD:

Martin Ester, Hans-Peter Kriegel, Joerg Sander, Xiaowei Xu: A

Large Spatial

Capabilities

Datzb tizlDatab:

C1d | database_distanceType  [weka.custerers. forOFTICSAndDB:

DataObjects. EucidianDataObject

2t epsion 0.9

minPoints |5

oK Il Cancel

Time taken to build model (full training data)

—— Model and evaluation on training set ——

Clustered Instances

a 685 { 85%)
1 120 { 15%)
2 1 0%)

: 0.02 seconds

I

Status

Figura 4. 5 Configuracion de DBSCAN en Tabla Ciudad Actual

Fuente:

|£| Weka Clusterer Visualize: 09:41:40 - DBScan (CiudadActual)

PROPIO.

X: Cluster (Nom)
Colour: Cluster {Nom)

+|[¥: Gudadactual (Nom)
+ | Select Instance

Reset [

Clear

Cpen I Save

Plot:CiudadActual_dustered

Jitter

O

Class colour

clustero

clusterl

clusterl

T
cluster2

—"

clusterd

SRR TR

H

Figura 4. 6 Visualizacion de Clusteres en DBSCAN en Tabla Ciudad Actual

Fuente:

PROPIO.
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DESCRIPCION 4.3.- Teniendo en cuenta el algoritmo DBSCAN, comenzamos el
proceso de evaluacion, configurando los items del recuadro que se observa en la
Figura 4.5, siendo de mayor importancia el item minPoints (minimo de puntos) el
cual tendra un valor de 5 ya que serd el minimo de puntos que concuerdan, también
verificamos la DataBase Distance Type (tipo de distancia en a base de datos) y por
default nos muestra la distancia: EuclideanDistance, los demas items los trabajamos
por default. Analizando el proceso de Clustering mediante el algoritmo DBSCAN
podemos indicar que los clusteres o grupos son bien definidos e indicamos que la
mayor parte de los egresados se establecen en la ciudad de Arequipa. Ver Figura 4.6

COMPARACION 4.1.- La tendencia a establecerse en la ciudad de Arequipa de los
egresados del Programa Profesional de Ingenieria de Sistemas (PPIS), la podemos
verificar de forma similar en ambos Algoritmos ya sea en Simple K-Means como en
DBSCAN
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PREGUNTA N°2

e (En qué empresas laboran y que cargos ocupan los egresados del Programa

Profesional de Ingenieria de Sistemas (PPIS)?

€ Weka Explorer

Preprocess | Classify | Cluster | Assocate | Select atiributes | visualize|
[ Open file... ] Open URL... ] Open DE... ] [ Generate... ] (i Undo ] (i Edit... ] (i Save... |
Selected atirbute
Name: Cargo Type: Nominal
Missing: 0 (0%) Distinct: 80 Unique: 68 (61%)
M. Label Count
1|Software Engineer 2 -
2| Software Developer 2 E
3|Programmer Tesista 1 B
4|Practicante 1
5| Programmer 3
6| Mesera 1
7| Student developer for Ubuntu 1
8|Intern 1
3| Lecturer 1
10| Systems Analyst 5
11|Receiver Asoodate Electrodomestics 1
12| Computer Operator 1 s
Class: Cargo (Nom) - || Visualize Al
8
7
5
3 33 3 3
22 2 2
e ||HI ‘I‘ 'i i'i' ‘I'i'i""i'i'i"i'i'i"i'i'l" i'i'i 'i'i' ""i' ‘I‘I‘I‘I‘I‘I‘Il‘l‘l‘l‘l“l
Status
oK -

Figura 4. 7 Carga de datos de “ESTADO LABORAL”
Fuente: PROPIO.

DESCRIPCION 4.4.- Utilizando la data de “EstadoLaboral” con un total de 112
egresados que ocupan un Cargo y que cuentan con un Empleador deducimos que el
Cargo en el que mas se desempefian los egresados del Programa Profesional de
Ingenieria de Sistemas (PPIS), es en Profesor, Analista Programador y System
Analist, y el centro de trabajo donde se encuentran o han estado es el Banco de Crédito
del Peru (BCP).
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4.1.3. ALGORITMO SIMPLE K-MEANS: VISUALIZACION DE RESULTADOS
DE ESTADO LABORAL

€ Weka Explorer =
Preprocess | Classify | Cluster | Assocate | Select atiributes | visualize|
Clusterer
| Choose | simplekieans -1 3 - "wka.cors, EucldsanDistance - first-last” -1 5001 -5 10 |
Cluster mode Clusterer output
== POUEL GNT EVEIUTION OF TIEINIY SET ===
) Use training set -
) Supplied test set set...
| Percentage spit % |ee Kieans
(©) Classes to dusters evaluation
(Nom) Cargo Number of iterations: 2
With: 1St f d * 201.00000000000003
(V] Store dlusters for visualization LERIR CIUSTER Sum of Squared errors
Missing values globally replaced with mean/mode i
[ Ignore attributes Cluster centroids:
Clusters
e Atribute Full Data o 1
Result list (right-click for options) 112y (110} [&8)
Empleador Banco de Credito BCF  Banco de Credito BCP Matrix
Ccazgo Professor Professor  Encargade de Computo
Time taken to build model (full training data) : 0 seconds
== Model and evaluation on training set ===
Clustered Instances
0 110 { 98%)
1 118
2 11
< n »
Status
oK

Figura 4. 8 Resultados de Tabla Estado Laboral en Simple K-Means.

Fuente: PROPIO.

2] Weka Clusterer Visualize: 09:51:08 - SimpleKMeans (Estadolaboral) =
X: Empleador (Nom) |l Cargo fiiom) hd
Colour: Instance_number (Num} ~ | Rectangle -
Reset [ Clear Il Open I Save o= it
Plot:Estadol aboral_dustered
. =
#x,
® . . %
* - i
® % N
x B ® .
x P x
T “
% x M .
* %
x x x oy
= L x oy
= L
®
® o
Bk x
®
*
* x .
% .
o - #
o %
DeKe 51 Go By Go Wa We Fr Mu Es pe Co AT Bu Ob KP Co At Me PO ED In Co BD Ca Gr it Vi Ge co Mi EI co Ma Un Gr UC So La FI AU IN
Ba Mi Sn Ha Un gr OC uu Da HO IT Ba Mu Un UC Er Ed Ge Sc IB AP 3y Ca $I $u Jo AC Gr In Qu ON Sa ES in BS FI FO Co Mu Un OF Maln -
Class colour
T T |
o £s5.5 1

Figura 4. 9 Visualizacion de Clusteres en Simple K-Means en Estado Laboral.

Fuente: PROPIO.
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DESCRIPCION 4.5.- Teniendo en cuenta el algoritmo SIMPLE K-MEANS,
comenzamos el proceso de evaluaciéon configurando los items del recuadro que se
observa en la Figura 4.2, siendo de mayor importancia el item numCluster (numero
de clusteres) el cual tendrd un valor de 3, ya que mientras menos cllsteres sean
podremos encontrar grupos mas especificos, también verificamos la distancefunction
(funcion de distancia) y escogemos la distancia: EuclideanDistance, los demas items
los trabajamos por default. Analizando el proceso de Clustering mediante el algoritmo
Simple K-Means y segmentando a los egresados encontramos que un porcentaje
significativo tiende a enfocarse a la Banca y Finanzas como también a involucrarse

en el Plano Académico, estos grupos encontrados los podemos ver en la Figura 4.9.

4.1.4. ALGORITMO DBSCAN: VISUALIZACION DE RESULTADOS DE
ESTADO LABORAL

‘Weka Explorer =
p

Preprocess | Classify | Cluster | Assocate | Select attributes | Visualize|
lusterer

BScan -E 0.9 M 2 -T weka.clusterers FarOPTICSARADBSCaN. Datab: quentialDatabase -D weka, clusterers. ForOPTICSARdDBSCan. DataCkjects EuclidianDataObject

Clusterer output
{ 95.) 'UCSM Oficina de v, 'Bnalista desarrollador LMS' --> NOISE e
Set... (96.) cion Cervesurt,CSI --> NOISE
- e (97 paja en Base de Datos’ --> NOISE
{ 98.) 'Socieda del Sur Oeste SA','Censultor Excerno’ --> NOISE
isters evaluation { 99.) 'Municipalida al de Abancay','Subgerente de Informatica’ --> NOISE
(Nom) Cargo (100.) TLaQuis rmat - 0
(101.) HEMG, --> NOISE
[] Store dusters for visualization (102.) Ta0ui -5 0
{103.) 'Universidad Alas Peruanas’,Professor --» NOISE
[ Ignore attributes (104.) FISIOVIDA,'Asst Manager' --> HNOISE
(105.) 'Oficina Nacional de Procesos Electorales ONPE',Digitadoer --> NOISE
s {106.) ATToDEYA, "Tecrnicss Suppestt o
Result st (fight-cick for options) (107.) 'Municipalidad Distrital de Mariano Melgar®, Regidor --> NOISE
[09:30:20 - SmplekMeans (108.) Matrix,'Encargado de Computo® --> NOISE
109:40:42 - DBScan (109.) 'INSTITUTO SUPERICR TECHOLOGICO ABACO', Professor --> NOISE
09:41:40 - DESCAN {110.) 'Instituto Peruanc de Seguridad Sccial IPSS',ocperadoer --> NOISE
109:51:08 - SimplekMeans {111.) 'Banco de Credito BCP','Ingeniero de Sistemas' --> NOISE

109:54:53 - SimplekMeans
10:34:12 - DBScan

Time taken to build model (full training data) : 0.02 seconds

=== Model and evaluation on training set ===

Clustered Instances

0 2 ( 29%) |
1 2 ( 29%) 1
2 3 ( 43%)

Unclustered instances : 105

s

< i v

Status

ok _‘;xn

Figura 4. 10 Resultados de Tabla Estado Laboral en DBSCAN
Fuente: PROPIO.

Publicacién autorizada con fines académicos e investigativos



TESIS UCSM

|£| Weka Clusterer Visualize: 10:34:31 - DBScan (EstadoLaboral)

X: Empleador {Nom)
Colour: Cluster (Nom)

- || ¥: Cargo (Mom)

~ | Rectangle

Reset

[ Clear Il Open I Save ] o= 1

Plot:EstadoLaboral_dustered

ER

S T HH.\..\HH....HH'T'\. . |
beke 61 o RYGUW&WEF:\.\SECUAIB“U}:KPC i e 70 ED I Co ED M Un Ge UC e La FL AU TN

aaaaa "t O ant D HO IT B Ii T G0 £ EA G St IE AF Sy Ca ST S o hC Gr Tn D O B4 ES in B2 FLFD o e U4 0F MiTn -

Class colour

clustexd clusterl

Figura 4. 11 Visualizacion de Clasteres en DBSCAN en Tabla Estado Laboral.
Fuente: PROPIO.

DESCRIPCION 4.6.- Teniendo en cuenta el algoritmo DBSCAN, comenzamos el
proceso de evaluacion configurando los items del recuadro que se observa en la Figura
4.5, siendo de mayor importancia el item minPoints (minimo de puntos) el cual tendra
un valor de 2 ya que seré el minimo de puntos que concuerdan, también verificamos
la DataBase Distance Type (tipo de distancia en a base de datos) y por default nos
muestra la distancia: EuclideanDistance, los demas items los trabajamos por default.
Analizando el proceso de Clustering mediante el algoritmo DBSCAN y dado que este
algoritmo trabaja en funcién a densidad nos permite visualizar 3 clUsteres 0 grupos
los cuales nos muestran coincidencias entre el cargo que ocupan y la empresa donde
laboran logrando asi encontrar que un grupo esta enfocado a la Banca y Finanzas, otro

grupo se desarrolla en el area de Informatica.

COMPARACION 4.2.- En ambos andlisis efectuados mediante los algoritmos Simple
K-Means y DBSCAN encontramos similitud en el grupo que se enfoca a la Banca y
Finanzas, por el contrario también se ha descubierto dos grupos significativos, uno
que se desarrolla en el area de Informatica y el otro que incursiona en el Plano
Académico.
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PREGUNTA N°3

e (En qué paises y que especializaciones realizan los egresados del Programa

Profesional de Ingenieria de Sistemas (PPIS)?

€ Weka Explorer =

Preprocess | Classify | Cluster | Assodate | Select atiributes | Visualize|

[ Open file... ] Open URL... ] Open DE... ] [ Generate... ] (i Undo ] (i Edit... ] (i Save... |

Filter
[[haose_Jrone oo

Current relation Selected attribute

Relation: Espedalidad Name: Espedialidad Type: Nominal
Instances: 17 Attributes: 3 Missing: 0 (0%) Distinct: 12 Unique: 9 (53%)

Attributes Mo Label

5

I Al J[ None ] [ Invert ][ Pattem |

No.

Name
1[FIMombre

B R
g
g

=
Class: Especialidad (Mom) =

Remove

Status
oK

,
2 2
[ ) g

Figura 4. 12 Carga de Datos de “Especialidad”

Fuente: PROPIO.

DESCRIPCION 4.7.- Utilizando la data de “Especialidad” con un total de 17
egresados que llevan una Especialidad y en donde también se muestran que carrera
han llevado y en que Centro de Estudios han realizado la especialidad, deducimos que
los egresados del Programa Profesional de Ingenieria de Sistemas (PPIS), tienden a

especializarse en MBA y Master of Science.
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4.15. ALGORITMO SIMPLE K-MEANS: VISUALIZACION DE RESULTADOS
DE ESPECIALIDAD

€2 Weka Explorer

Preprocess | Classify | Cluster | Assodate | Select atiributes | Visualize|
Clusterer

| choose | simplekMeans - 3 -4 "weks cors. EucidsanDistance - first-lsst” -1 500 -5 10 |

Cluster mode Clusterer output
Use training set

Supplied test set Set... kMeans

Percentage spiit % |66

Classes to dusters evaluation Nurker of iterationa: 2

(Nom) Espedialidad Within cluster sum of squared errors: 31.999999999999996

: 1 loball laced with ‘mod
e issing values globally replaced with mean/mode

Cluster

[ Ignore attributes dq7
Arcripate Full Data

= wn

Resut list (right-click for options)

109:30:20 - SmplekMezns Mombre Universidad Catolica de Santa Maria Pontificial Catholic University of Rio de

108:40:42 - DBScan Carrera Ingenieria de Sistemas Semar,

109:41:40 - DBScan Especialidad vEA

108:51:08 - SimplekMeans
109:54:53 - SimplekMeans
10:34:12 - DBScan
31 - DBScan
47 - SimplekMeans

Time taken to build model (full training data) : 0 seconds
= Model and evaluation on training set ——=

Clustered Instances

0 10 ( 593)
1 1 &%)
2 & ( 35%)

Status
oK

Figura 4. 13 Resultado de Tabla Especialidad en Simple K-Means (I)
Fuente: PROPIO.

& Weka Explorer

Preprocess | Clasaify | Cluster | Associate | Select atributes | Visuaize|
Clusterer

[ choose | simplekMeans -3 -4 "weka.core EucldsanDistance . First-last” -1 500 5 10 |

Cluster mode Clusterer output
Use training set

Supplied test set Set...
Percentage spit % [e6
Classes to dusters evaluation

(Nom) Especialidad

Store dusters for visualzation

[ Ignore attributes. Clustert

0 1 2
S 10 m (8
Result list (right-ciick for options)
109:30:20 - SmplekMeans ificial Catholic University of Rio de Janeiro University of Almeria

Universidad Catolica de Santa Maria
109:40:42 - DBScan Semantic Web Master en Direccion de Erpresas Ingenieria de Sistemas

MBA MBA Ingeniero

m,

47 - SimplekMeans

i >

Status
ok

Figura 4. 14 Resultado de Tabla Especialidad en Simple K-Means (I1)
Fuente: PROPIO.
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|£| Weka Clusterer Visualize: 10:48:47 - SimpleKMeans (Especialidad) =

X: Espedialidad (Nom) = | ¥: Nombre {Nom) -
Colour: Especialidad {Hom) ~ || Select Instance: -

Reset [ Clear Il Open I Save o= i
Plot:Espedilidad_custered

U
b
i

a]
T
Ue
w %
i

F

Uy
n

T T T T T T T T
Ingeniero ns Diploma en I Oracle Datab Universidad Maestria en
Master of Sc MEA ingeniero de Zda Especial Information Mechanical E 2

Class colour

Ingeniero! Master o £ Science 15

nformation SystemsMaestria en Ingenieria del SoftwaMechanical Engineering

Figura 4. 15 Visualizacion de Clusteres en Simple K-Means en Tabla Especialidad

Fuente: PROPIO.

DESCRIPCION 4.8.- Teniendo en cuenta el algoritmo SIMPLE K-MEANS,
comenzamos el proceso de evaluacion configurando los items del recuadro que se
observa en la Figura 4.2, siendo de mayor importancia el item numCluster (numero
de clusteres) el cual tendra un valor de 3, ya que mientras menos clisteres sean
podremos encontrar grupos mas especificos, también verificamos la distancefunction
(funcion de distancia) y escogemos la distancia: EuclideanDistance, los demas items
los trabajamos por default.

Analizando el proceso de Clustering mediante el algoritmo Simple K-Means vy
segmentando a los egresados encontramos que realizan la especialidad en otros
paises, lo cual nos da a entender que los egresados prefieren hacer sus
especializaciones en el extranjero, en este mismo estudio se deduce que se
especializan mas en el area de Desarrollo Web asi como aspirar a lograr el grado
académico en MBA ver Figuras 4.13.4.14y 4.15
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4.1.6. ALGORITMO DBSCAN: VISUALIZACION DE RESULTADOS DE
ESPECIALIDAD.

9 Weka Explorer
Preprocess | Classify | Cluster | Assodate | Select atiributes | Visualize|

Clusterer
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Cluster mode Clusterer output
Use training set sseEn TESHITS -
Supplied test set Set..
e = 6 Clustered DataObjecta: 17
Wurber of attributes: 3
Classes to dusters evaluation Epsilon: 0.9; minPointa: 1
(Nom) Espedialidad Index: weka. fOrOETIC! tialDatabase
Store dusters for visuzlization Distance-type: weka. £orOPTIC! Datalbjects.Euclidi ject il
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Figura 4. 16 Resultado de Tabla Especialidad en DBSCAN
Fuente: PROPIO.
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Figura 4. 17 Visualizacion de Clusteres en DBSCAN en Tabla Especialidad.
Fuente: PROPIO.
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DESCRIPCION 4.9.- Teniendo en cuenta el algoritmo DBSCAN, comenzamos el
proceso de evaluacion configurando los items del recuadro que se observa en la Figura
4.5, siendo de mayor importancia el item minPoints (minimo de puntos) el cual tendra
un valor de 1 ya que serd el minimo de puntos que concuerdan, también verificamos
la DataBase Distance Type (tipo de distancia en a base de datos) y por default nos
muestra la distancia: EuclideanDistance, los demas items los trabajamos por default.
Analizando el proceso de Clustering mediante el algoritmo DBSCAN y dado que este
algoritmo trabaja en funcion a densidad nos permite visualizar 16 cldsteres 0 grupos
los cuales nos muestran coincidencias entre la especialidad que estudian y la
universidad donde la desarrollan. Entonces el algoritmo nos describe de forma precisa
todas las especialidades que existen con sus respectivos centros de estudios, logrando
obtener que la un porcentaje significativo estudia en el extranjero y que se
especializan en diferentes areas como son. Desarrollo Web e Investigacion.

COMPARACION 4.3.- Revisando los grupos que se han encontrado en ambos
algoritmos, vemos que existe una similitud en los egresados que estudian la
especialidad en el extranjero y que también se enfocan en el area de Desarrollo Web,
en el algoritmo DBSCAN encontramos un grupo que se enfoca al area de

Investigacion.
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4.1.7. CONFIGURACION Y EVALUACION DE DISTANCIAS: EUCLIDEAN Y
MANHATTAN

€ Weka Explorer |= = |

Preprocess | Classify | Cluster | Associate | Select attributes | visualize|
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Figura 4. 18 Configuracion Distancia: ManhattanDistance

Fuente: PROPIO.

COMPARACION 4.4.- Evaluando las distancia en el algoritmo Simple K-Means,
podemos observar que tanto la distancia Euclidean y la distancia Manhattan obtienen
resultados similares en cuanto a la distancia entre los grupos que se identificaron. Ver
Figura 4.18

4.2. REPRESENTACION DE LOS DATOS OBTENIDOS POR GRUPOS

CIUDAD ACTUAL

De la data CiudadActual analizada obtenemos el grupo Ciudad Actual en el cual
predomina la ciudad de Arequipa con el mayor nimero de residentes egresados del
Programa Profesional de Ingenieria de Sistemas (PPIS), seguida por la ciudad de
Lima y otras ciudades con menor porcentaje de egresados que habitan en ellas. Ver
Figura 4.19.
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Grupo 1: Arequipa 84%
Lima 14%
Otros 2%

Ciudad Actual
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— 0% ;
_— Arequipa Lima Otros

H Arequipa

Lima

m Otros

Figura 4. 19 Ciudad Actual

Fuente: PROPIO.

ESTADO LABORAL

De la data EstadoLaboral analizada obtenemos tres grupos (Ver Figura 4.20) los

cuales son:

e Banca y Finanzas: en este grupo predomina por tener el mayor ndmero de
coincidencias de los egresados que laboran en entidades financieras con un
70.50%.

e Los grupos Académico y Area de Informatica tienen coincidencias de un 14.75%

cada grupo respectivamente.
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Grupo 2: Banca y Finanzas 70.50%
Académico 14.75%
Area Informatica 14.75%

| Sector Laboral a

| 80.00% -/ B

70.00%
60.00%
50.00%
40.00%
30.00%
20.00%
| 10.00%

| 0.00%
— Bancay Academico Area -
Finanzas Informatica

M Banca y Finanzas

Academico

M Area Informatica

Figura 4. 20 Sector Laboral
Fuente: PROPIO.

ESPECIALIDAD.

e De la data Especialidad analizada obtenemos el grupo Lugar de Especializacion
en el cual predomina que los egresados tienden a realizar sus especialidades
académicas de postgrado en el extranjero y con un menor indice en el pais de

origen. Ver Figura 4.21.
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Grupo 3: Nacional 35%

Extranjero 65%

|| Lugar de Especializacion

70%
60%
50%
. 40%
. 30%
| 20%
1 10%
— 0%

H Nacional

H Extranjero

Nacional Extranjero

Figura 4. 21 Lugar de Especializacion

Fuente: PROPIO.

e Otro grupo obtenido del anélisis de la data Especialidad es el grupo Area de
Especializacion en el cual predominan los egresados que se especializan en
Desarrollo Web e Investigacion. Ver Figura 4.22.
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Grupo 4: Desarrollo Web 58%
Investigacion 42%

Areas de Especializacion L

60%

50%

0,
40% M Desarrollo Web |

30%

M Investigacion —

20%

10%

0%

Desarrollo Web Investigacién

Figura 4. 22 Area de Especializacion

Fuente: PROPIO.
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CONCLUSIONES Y RECOMENDACIONES

CONCLUSIONES

PRIMERA: Se llegb a agrupar a los egresados en base a la informacion obtenida de las
distintas fuentes de datos utilizando las herramientas Pentaho y Weka que nos lleve a realizar

una adecuada gestion de informacion de los egresados.

SEGUNDA: Para la eleccién del algoritmo de agrupamiento (Clustering) en mineria de datos
se ha tomado en cuenta distintas caracteristicas de agrupamiento como tamafio de grupo, la
distancia entre objetos, la similaridad de objetos; habiendo realizado una evaluacion y un

andlisis documentario de los algoritmos que se ajustan a la propuesta presentada.

TERCERA: Podemos observar en los resultados que haya un predominio de grupos bien
definidos como son: Ciudad Actual donde residen la cual cuenta con un 84% de egresados
que radican en la Ciudad de Arequipa, Bancay Finanzas con un 70.50% en el Sector Laboral,
en el &rea de especializacion el grupo de Desarrollo Web con 58% y que realizan sus estudios
de especialidad en el Extranjero con un 65%.

CUARTA: Segun los resultados obtenidos mediante el agrupamiento de los egresados
concluimos que se encontraron grupos en diferentes areas como son la academica, laboral;
los cuales son importantes y nos ayudan a poder realizar una buena toma de decisiones en

base a la gestidn de los egresados del PPIS.
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RECOMENDACIONES

PRIMERA: Realizar este proceso utilizando Agrupamiento Difuso para manejar la
incertidumbre de los datos y enfrentar el problema de sensibilidad ante ruido y valores
atipicos, y asi obtener datos mas precisos de los egresados respecto al campo en que se

desvuelven.

SEGUNDA: Utilizar otras técnicas de Mineria de Datos, para la gestion de informacién de
egresados como son las Redes Neuronales, Arboles de decision, etc. Que son técnicas que

provienen de la inteligencia artificial y de la estadistica.

TERCERA: Hacer un sistema web que permita a los egresado actualizar sus informacion:
personal, profesional, laboral y otros a través de las redes sociales, verificando los datos para

poder contar con informacion mas exacta y real.
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GLOSARIO.

PPIS: Programa Profesional de Ingenieria de Sistemas

UCSM: Universidad Catdlica de Santa Maria

KDD: Descubrimiento de Conocimiento en Bases de Datos

PAM: Partitioning Around Medoids.

CLARA: Clustering Large Applications

CLARANS: Clustering Large Applications based upon RANdomized Search
CHAMELON: Hierarchical Clustering Algorithm Using Dynamic Modeling
CURE: Clustering Use Representatives

ROCK: Clustering Categorical Data

STING: Statical Information Grid approach

WaveCluster: A Multi-Resolution Clustering Approach for Very Large Spatial Databases
CLIQUE: Clustering In Quest

DBSCAN: Density-Based algorithm for discovering Clusteres in large spatial Databases with
Noise

OPTICS: Ordering Points To Identify the Clustering Structure

DENCLUE: Desity based Clustering

XML: Extensible Mark-up Language

SGML: Sistema Anidado de Marcas

DTDs: Document Type Definitions

NS: Name Spaces

RDF: Resource Description Framework

OWL.: Lenguaje Ontologico Web (Web Ontology Language)

DAML.: DARPA Agent Mark-Up Language

OIL: Ontology Inference Layer

XKMS: Gestion de Claves XML (XML Key Management - XKMS).
SAML.: SAML (Security Assertion Mark-up Language)

ETL: Extraccion, Transformacion y Carga

WWW: World Wide Web Consortium
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ENCUESTA

1. Cree Ud. Que la gestion de los egresados es importante y beneficioso para el

Programa Profesional?

Detalle Frecuencia | Porcentaje
Sl 13 100%
AVECES | 0 0%

NO 0 0%
TOTAL |13 100%

0%

0%

LN
m A VECES
mNO

100%

Anélisis e Interpretacion: ElI 100% de los Directores de los Programas
Profesionales de las Universidades de Arequipa encuestados consideran que la

Gestion de egresados es importante y beneficioso para el Programa Profesional.

2. Cree que la gestion propuesta de egresados tendrd influencia en la toma de

decisiones sobre el plan curricular de su Programa Profesional?

Detalle Frecuencia | Porcentaje
Sl 10 7%
A VECES | 3 23%
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NO 0 0%
TOTAL |13 100%

m S|
W A VECES
mNO

Anélisis e Interpretacion: El 77.00% de la poblacion encuestada consideran que
dicha gestion de egresados influiria de manera significativa en la toma de decisiones
sobre el plan curricular dentro del Programa Profesional, ya que consideran que afio
tras afio aparecen nuevas tendencias en el ambito profesional y laboral, mientras que
el 23.00% restante opinaron que a veces influiria en el plan curricular, ya que

consideran que existen una estructura curricular de la cual no se puede prescindir.

3. Cree Ud. Que el Pentaho es una herramienta viable y flexible para la preparacion de
datos (ETL)?

Detalle Frecuencia | Porcentaje
Sl 47 60%

A VECES | 26 33%

NO 5 7%
TOTAL 78 100%
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7%

33%

LN
W A VECES
mNO

60%

Anélisis e Interpretacion: El 60.00% de la poblacion encuestada consideran que el
Pentaho es una herramienta viable y flexible para la preparacion de datos (ETL),
mientras que el 33.00% opinaron que a veces es conveniente utilizar otro tipo de
herramientas de acuerdo a los tipos de datos a trabajar y el 7.00% de la poblacion

encuestada no opina por desconocimiento de la herramienta.

4. Cree Ud. Que el WEKA es una herramienta que nos permite visualizar un adecuado

analisis sobre los datos trabajados para la gestion de los egresados?

Detalle Frecuencia | Porcentaje
Sl 66 84%

A VECES | 10 13%

NO 2 3%
TOTAL 78 100%

mSsl
W A VECES
B NO

85%
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Anélisis e Interpretacion: El 84.00% de la poblacion encuestada consideran que el
WEKA es una herramienta que permite visualizar un adecuado analisis sobre la
gestién de datos, mientras que el 13.00% opinaron que a veces es conveniente
utilizar otro tipo de herramientas de acuerdo a los tipos de datos a trabajar y el
3.00% de la poblacion encuestada no opina ya que no tiene experiencia en el manejo
de la herramienta.
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ANEXO A: IMPLEMENTACION DEL SISTEMA.

Para visualizar los resultados obtenidos del proceso ETL, nos apoyamos en un sistema

Web desarrollado en PHP y MySQL.
Pantalla Principal.

Se muestra la presentacién del sistema donde se visualiza de forma general la estructura,

proceso ETL y analisis. Figura. Pantalla Principal.
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Figura. Pantalla Principal.

Pantalla Ciudad Actual.

En esta pantalla se visualiza la ciudad actual donde residen los egresados del Programa
Profesional de Ingenieria de Sistemas (PPIS), en la cual se listan las ciudades de acuerdo al

pais seleccionado. Figura Pantalla Ciudad Actual.
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Figura. Pantalla Ciudad Actual.

Pantalla Empresas Empleadoras.

En esta pantalla se visualiza la lista de empresas empleadoras y el numero de egresados que
laboran en cada empresa. Figura Pantalla Empresas Empleadoras.
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Figura Pantalla Empresas Empleadoras.

Pantalla Cargos.

En esta pantalla se visualiza la lista de cargos que desempefian los egresados del Programa
Profesional de Ingenieria de Sistemas (PPIS) y el nimero de egresados que se desempefian

en dichos cargos. Figura Pantalla Cargos.

« C # [ localhost/Se

2 "5stems ﬂGEHﬁRH

” DE SISTEMAS

CARGOS QUE DESEMPENAN LOS EGRESADOS DEL PROGRAMA PROFECTONAL DE INGENTERIA DE SISTEMAS(PPIS)

NRO CARGOS EGRESADOS
1 Lasabista de Soporte Tecmico 1
2 Analista LMS 1
3 Amahsta Programador 7
- LAnalista [ de Sistemas 1
5 IANALISTA SISTEMAS INFORMATION TECHNOLOGY (ITH1
G Aagutecto de Soflware 2

LAsesor de T1
T l .. 5 A= de ik jento comercial
= el | Asst. Mannger
{ Empresas 10 |Bilingual Teller
@ H
j SI! caces TH

13 [Chief Tnformation Offices - Extermal Aucitor
14 |Compuater Operator

15 [Database Admini

16 |Desarroliador de Srtemas

1
1
1
1
1
12  |cajero vendedor 1
1
1
1
1

ocallit/Segresados i EmiCagi-Lahg

Figura Pantalla Cargos.
Pantalla Universidad y Carrera.
En esta pantalla se visualiza la lista de Universidades y carreras de los egresados o alumnos

asociados a la red social del Programa Profesional de Ingenieria de Sistemas (PPIS). Figura
Pantalla Universidad y Carrera.
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Figura Pantalla Universidad y Carrera.
Pantalla Especialidad.
En esta pantalla se visualiza Especialidad de los egresados del Programa Profesional de

Ingenieria de Sistemas (PPIS), en la cual se listan las especialidades y el numero de
egresados que tiene dicha especialidad. Figura. Pantalla Especialidad.
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